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Sissejuhatus

Kaesolev dokument sisaldab teavikute marksdnastaja prototlubi detailanaltdsi. Kirjeldatud
on marksonastaja prototlilibi aluseks olevad lahteandmed, kasutatud algoritmid, metoodikad
ja tarkvaralahendused, marksdnastamise kvaliteedi anallusimisel kasutatavad m&dédikud
ning rakenduse disain, liidestused, API-d. Lisaks antakse Ulevaade arendatud prototitbist

ning kasutajate hinnagutest prototutprakenduse kasutatavusest.

1. Terminoloogia

K&esoleva peatiki eesmark on anda lUlevaade dokumendis kasutatud terminoloogiast ning

kirjeldada vahem intuitiivseid graafikute tdlgendamise aspekte.
1.1. Notatsioon ja mdisted

Matemaatilised ja statistilised terminid

Siimbol | Nimetus Kirjeldus
u Keskvaartus Iseloomustab kdige suurema tdenaosusega esinevat vaartust.
o Standardhalve Iseloomustab, kui palju erinevad jaotuses olevad vaartused

keskvaartusest ehk mida vaiksem on standardhalve, seda enam on
vaartused koondunud keskvaartuse Umber ja vastupidi - mida
suurem on standardhalve, seda suurem on vaartuste hajuvus.

Mo Mood Kdige sagedamini esinev vaartus.

Med Mediaan Jaotuse andmepunktide keskmine vaartus (ehk vaartus, millest

mdlemal pool asub vérdses koguses andmepunkte).

Q1 Esimene kvartiil | Andmepunkt jaotuses, millele eelneb 25% kdigist jaotuse
andmepunktidest.

Q2 Teine kvartiil Andmepunkt jaotuses, millele eelneb 50% koigist jaotuse
andmepunktidest (mediaan).

Q3 Kolmas kvartiil Andmepunkt jaotuses, millele eelneb 75% koigist jaotuse
andmepunktidest.

Q4 Neljas kvartiil Andmepunkt jaotuses, millele eelneb koigist jaotuse

andmepunktidest.




IQR Kvartiilide vahe Kolmanda ja esimese kvartiili vahe (Q3-Q1).
out Erind Andmepunkt, mis on vaiksem kui Q1-1.5* IQR v&i suurem Kkui
Q3+1.5 IQR. Lihtsustatult tAhendab see mediaanist tugevalt halbivat
andmepunkti. NB! Antud dokumendis andmete kirjeldamisel on
terminit kasutatud valdavalt Ulejaanud jaotusest tugevalt halbivate
andmepunktide kohta, mis joonistel margatavalt Ulejaanud jaotusest
erinevad.
u+ Keskvaartus Keskvaartus, mille arvutamisesse on kaasatud erindid.
erinditega
o+ Standardhalve Standardhalve, mille arvutamisesse on kaasatud erindid.
erinditega
- Keskvaartus Keskvaartus, mille arvutamisesse pole kaasatud erindeid.
erinditeta
o- Standardhalve Standardhalve, mille arvutamisesse pole kaasatud erindeid.
erinditeta
Andmeallikad
EMS Eesti marksonastik
ERB Eesti rahvusbibliograafia
DIGAR RR digitaalarhiiv DIGAR
ESTER ELNET Konsortsiumi tGhine e-kataloog

Toesusklassid

Simbol | Termin Definitsioon Néide
TP Tdsipositiiv Oigesti klassifitseeritud Dokumendiga on seotud margend
(true positive) positiivne margend. "kalandus" ning mérgendaja lisab

vastava margendi.

FP Vaarpositiiv Valesti klassifitseeritud Dokumendiga ei ole seotud margend
(false positive) positiivne margend. "ilukirjandus”, ent margendaja lisab
selle.
TN Tdsinegatiiv Oigesti klassifitseeritud Dokumendiga ei ole seotud méargend
(true negative) negatiivne margend. "ameerika" ning margendaja ei lisa
seda.
FN Vaarnegatiiv Valesti klassifitseeritud Dokumendiga on seotud margend
(false negative) negatiivne margend. "keskkond", ent margendaja ei lisa

seda.




Masinéppe moodikud

Siimbol | Nimetus Valem Kirjeldus

TPR Tosipositiivide maar TP/(TP+FN) Tosipositiivide osakaal kdikide positiivsete
(true positive rate) elementide hulgas.

FPR Vaarpositiivide maar FP/(TN+FP) Vaarpositiivide osakaal kdikide

(false positive rate) negatiivsete elementide hulgas.

Tapsus (precision) TP/(TP+FP) Moo6dik mudelite kvaliteedi hindamiseks,
mis valjendab ennustatud tdeste
margendite suhet kbikide ennustatud
margenditega (vaartused jaavad
vahemikku 0.0-1.0 v6i 0%-100%).

Saagis’ (recall) TP/(TP+FN) Mo&6dik mudelite kvaliteedi hindamiseks,
mis valjendab ennustatud tbeste
margendite suhet kbikide relevantsete
margenditega (vaartused jaavad
vahemikku 0.0-1.0 v&i 0%-100%).

F1-skoor 2*(Tapsus*Saagis)/ | M66dik mudelite kvaliteedi hindamiseks,

(Tapsus+Saagis) mis kombineerib tépsuse ja saagise

(vaartused jaavad vahemikku 0.0-1.0 voi
0%-100%).

Uldised definitsioonid

Juhendatud masindpe (supervised machine learning) - Mudeldamine margendatud

andmestikul.

Juhendamata masinépe (unsupervised machine learning) - Mudeldamine
margendamata andmestikul.

Naitepohine hindamine (example-based evaluation) - Mudelite hindamine
kasutades hindamise aluseks dokumente ehk hinnatakse, kui hasti on mudel
keskmiselt vdimeline ennustama iga dokumendiga seotud margendite hulka.

Margendipohine hindamine (label-based evaluation) - Mudelite hindamine
kasutades hindamise aluseks dokumentidega seotud margendeid ehk hinnatakse,
kui hasti on mudel keskmiselt véimeline ennustama iga margendi sobivust juhuslikule
testanmestiku dokumendile.

' Saagis on tegelikult sama, mis tésipositiivide maar, aga kuna need terminid on antud dokumendis
kasutusel pisut erinevates kontekstides, on need tabelis lahku 166dud.



e Segment - Automaatsete vahenditega failist eraldatud lehekullg. Tapsuse huvides ei
kasutata terminit “lehektilg” sinonuddmina, kuna fuusilise teose lehekiilgede arv ei
pruugi kattuda automaatselt segmenteeritud dokumendi lehekillgede arvuga.

e Ulesobitamine (overfitting) - Mudelite liigne sdltuvus treeningmaterjalist, mis
tdhendab ndérka Uldistusvdimet teistele andmetele.

e Margend - kasutatakse antud dokumendi kontekstis “marksdna” sinonddmina.

1.2. Graafikute tdlgendamine

Jargnevas sektsioonis kirjeldatakse, kuidas tdlgendada dokumendis esitatud graafikuid, mis
ei pruugi olla intuitiivselt hoomatavad, kuid annavad tihtipeale andmetest hea Ulevaate.
Naiteks sektordiagrammide puhul saab lugeja tdenaoliselt aru, et eesmark on valjendada
erinevate andmeklasside osakaale, samas vdivad aga naiteks kastidiagrammid
andmeteadusega igapaevaselt mitte kokkupuutuvate lugejate jaoks ebaselgeks jaada.

Logaritmiline skaala

Tuleb tahele panna, et tihti on andmete jaotuseid kujutavate graafikute y-telg viidud
andmetest parema Ulevaate saamiseks Ule logaritmilisele skaalale, mis tadhendab, et
visuaalselt vordse pikkusega intervallide vahed on eksponentsiaalse erinevusega. Naiteks
naeme, et joonise 1a y-telje vaartused on 10 astmed, vastavalt 10°=1, 10'=10,
10%=100,10* =1000. Logaritmilisele skaalale viimise pdhjuseks on Ulevaate voimaldamine
ka vaikese sagedusega andmetest - naiteks ndaeme samalt jooniselt, et andmestikus
eksisteerib Uks 1500-lehekiljeline tekst, kui aga y-telie andmepunktid oleks esitatud
lineaarselt (vordsetele intervallidele vastaks vordne arv dokumente), ei oleks antud punkt
joonisel nahtav, kuna selle relatiivne sagedus on liiga vaike (vt. joonis 1b).

AnalQusitav tekst (4 = 84.0, o = 107.7) Anallusitav tekst (1 = 84.0, o0 = 107.7)
3000

103
2500

2000

1500

Sagedus
Sagedus

100 1000

500

10

E} 25‘0 5[50 ?5‘0 10‘00 12‘50 15‘0[) 13"‘50 20‘00 E} 25‘0 5[:'!0 ?SICI 10‘00 12‘50 15:3[) 1]"‘50 20‘00
Segmentide arv Segmentide arv

Joonis 1a. Andmete jaotus logaritmilisel skaalal. Joonis 1b. Andmete jaotus lineaarsel skaalal.



Kastidiagrammid

Kastidiagrammide (boxplot) eesmark on anda llevaade andmete jaotusest. Selleks
jagatakse (jarjestatud) andmepunktid neljaks vordseks osaks, mille 16pp-punkte kutsutakse
kvartiilideks (vastavalt Q1, Q2, Q3, Q4 - esimesele kvartiilile eelneb 25% andmepuntkidest,
teisele 50%, kolmandale 75% ning neljandale 100%). Vahemikku esimesest kuni kolmanda
kvartiilini (joonisel kujutatud sinise kastina) nimetatakse kvartiilide vaheks (interquartile
range) ning tahistatakse IQR. Graafiku miinimum- ja maksimumpunkt (joonisel kujutatud né.
vurrudena) arvutatakse esimesest kvartiilist 1.5*|QR lahutamisega ning kolmandale kvartiilile
1.5*IQR liitmisega. Miinimumpunktist vaiksemaid ning maksimumpunktist suuremaid
vaartuseid kutsutakse erinditeks ning neid tahistakse dokumendis kasutatud joonistel
mustade punktidena. Joonistel 2a ja 2b on toodud (ka jargnevas anallitsis kasutusel olevad)
kastidiagrammide naited - joonis 2a sisaldab infot koos erinditega ning joonis 2b annab
parema Ulevaate sama andmestiku andmepunktide jaotusest ilma erinditeta. Vertikaalne
joon sinise kasti keskel noteerib mediaani - vaartust, millest mélemale poole jaab vordses
koguses andmepunkte. Ndeme jooniselt 2b, et pooled andmetest on koondunud Upris
tihedalt vahemikku 0-50, samas kui teine pool paikneb tunduvalt hajusamalt vahemikus
50-250. Joonis 2a. annab aga ulevaate, et Uksikud andmestiku andmepunktide vaartused
kGdndivad 250-st 2000-ni.

Segmentide arv (1 = 86.0, 0 = 108.7) Segmentide arv (1 = 63.6, 0 = 53.8, out = 538)

E) 250 560 ?5‘0 10‘00 12‘50 15‘00 13"‘50 20‘00 {IF 5;3 1(.';0 15‘0 260
Segmentide arv Segmentide arv

Joonis 2a. Erinditega kastidiagramm.. Joonis 2b. Erinditeta kastidiagramm.

Mudelite soorituse visualiseerimine Texta Toolkitis: eksimismaatriks ja ROC-kdver

Jargnevalt on toodud seletused Texta Toolkitis mudelite sooritust visualiseerivate graafikute
kohta.

Eksimismaatriksi (confusion matrix) eesmark on anda kiire visuaalne Ulevaade mudeli
ennustamistulemustest jagades valideerimiseks kasutatud margendid neljaks grupiks:
tosinegatiivsed, vaarpositiivsed, vaarnegatiivsed ning tdsipositiivsed (vt. joonis 3a ja 3b).
Igasse gruppi kuuluvate margendite arvule vastavalt kujunevad ka joonisel olevad varvid:



mida suurem on grupi relativne sagedus, seda tumedamat tooni sinine on margendi kast
(antud projektis kasutatud joonistel). Seega annab tume toon diagonaalile D1 (vt. joonis 3a)
jaavates kastides marku, et margendaja to6tab hasti (valjendab oGigesti klassifitseeritud
margendeid) ning tume toon diagonaalile D2 (vt. joonis 3a) jadvates kastides marku, et
margendaja tulemused on viletsad (valjendab valesti klassifitseeritud margendeid).

Confusion matrix Confusion matrix

True label
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e}
3
oF

2
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C:l\isx
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2
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Joonis 3b. Néide eksimismaatriksist koos igasse

Joonis 3a. Eksimismaatriksi grupid (TN -
gruppi kuuluvate mérgendite sagedustega.

tésinegatiivsed, FP - vdarpositiivsed, FN -
valenegatiivsed, TP - tésipositiivsed).

Receiver operating characteristic
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Joonis 3c. ROC-kover

ROC-kover (receiver operating characteristic curve) illustreerib binaarsete klassifitseerijate
susteemi ennustusvdimet naidates, kuidas muutub valepositiivide maar (kujutatud x-teljel)
tOsipositiivide maara kasvamisel (kujutatud x-teljel). Sinine katkendlik diagonaalne joon
joonisel 3c kujutab hlupoteetilise taiesti juhuslikke ennustusi tegeva (né. kulli ja kirja viskava)
mudeli ROC-kdverat, roheline joon hiipoteetilise perfektse mudeli ROC-kdverat ning oranz
joon reaalselt treenitud mudeli ROC-kdverat.
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2. Andmeanaluus

Jargnevas sektsioonis antakse uUlevaade hankija edastatud andmetest: kirjeldatakse
dokumentide formaati, hinnatakse nende parsitavust ja eraldatud teksti kvaliteeti;
kirjeldatakse andmete segmenteerimist ning selle méju mudelite ehitamisele ning antakse
Ulevaade dokumentidega seotud margenditest - nende jagunemist erinevateks tiitpideks, eri
tilpide jaotust dokumentide 16ikes, margendite jagunemist valdkondadeks, hinnatakse
treeningmaterjalina kasutatavate margendite arvu ning selle kasvu segmenteerimisel.

2.1. Dokumentide formaat

Antud peatlki eesmark on anda Ulevaade edastatud andmete formaadist. Jargnevalt
kirjeldatakse nii teoste taistekstide, metaandmete kui marksénastiku valjavotte formaati.

Projektis kasutatakse ainult Eestis kdigis keeltes ilmunud vabalt kattesaadavaid
raamatuid. Hankija andis digitaalarhiivist DIGAR pakkujale lle juurdepaasupiiranguta
valjaanded alates aastast 1940. Lisaks voeti kasutusele ka e-kataloogis ESTER kirjeldatud
veebiressursid, mis ei olnud arhiveeritud DIGARIs. Projekti metaandmed (ainult raamatute
kohta ja andmed raamatu keelest soéltumata eesti keeles) parinevad Eesti
rahvusbibliograafiast.

2.1.1. Teoste taistekstid

Hankija edastas binaarvoona 11087 teost, millest 9327 olid unikaalsed teosed ning 1760
varasemate dokumentide taiendid, lisad v&i duplikaadid. Unikaalsetest dokumentidest ei
onnestunud metaandmetega siduda 856 teost, jattes séelale 8471 dokumenti. Jargneval
anallusil vbetakse arvesse ainult unikaalseid dokumente, mille metaandmetega sidumine
onnestus. Edastatud dokumentide formaadiks on valdavalt pdf (7515 dokumenti, 88.7%
koigist dokumentidest), jargnevad tiff (532 dokumenti, 6.3% kdigist dokumentidest) ja html
(197 dokumenti, 2.3% koigist dokumentidest). Taielik dokumendiformaatide jaotus on toodud
tabelis 1, visuaalse Ulevaate annab joonis 4.
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Alusdokumentide tllpide jaotus
text/html E—

>

image/tiff

application/pdf

Joonis 4. Alusdokumentide tiilipide jaotus. Enamuse, 88.7% dokumentidest,
moodustavad pdfid; jargnevad tiffid 6.3%-ga ning htmlid 2.3%-ga.

Sisutiiip Laiend Sagedus Osakaal
application/pdf pdf 7515 88.71%
imagel/tiff tif 532 6.28%
text/html .html 197 2.32%
application/epub+zip .epub 146 1.72%
application/msword Wiz 30 0.35%
text/rtf rtf 14 0.17%
application/vnd.ms-excel Xls 8 0.09%
application/zip .Zip 8 0.09%
application/octet-stream .a 7 0.08%
image/jpeg Jpg 5 0.06%
text/plain Axt 4 0.05%
text/xml xml 4 0.05%
error None 1 0.01%

Tabel 1. Dokumendiformaatide jaotus.

2.1.2. Metaandmed

Hankija edastas teoste metaandmed MARC XML vormingus ning taistekstidega on
metaandmed vdimalik siduda MARC ID-ga 907 valjal asuva ERB ID véi MARC ID-ga 856
valjal asuvast Digari URList eraldatud ID alusel. 856 teose taisteksti polnud edastatud
metaandmete pdhjal véimalik andmetega siduda.
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Metaandmete parsimise kaigus selgus, et andmete kodeering vdib kirjeti erineda, mistéttu
[GUakse samale terminile vastav margend vahepeal lahku - eelkdige mdjutab see tapitahti
sisaldavaid marksdnu. Naiteks vdib isikunime margenditele keskenduvas peattkis naha, et
“Konrad Magi” on esindatud kaks korda - pdhjuseks on, et margendis esineva “a"-tdhe
kodeeringud on antud nimega seotud kirjetes erinevad. Kuna sama termini dubleerimine a)
vahendab terminiga seotud naidete hulka, mis omakorda mdjub negatiivselt mudeli
sooritusvbimele ning b) tahendab, et lavendi Uletamisel vastavaid margendajaid
dubleeritakse, tuleks tulevaste eeltd6tlusprotsesside kavandamisel vdimalike erisustega
kodeeringutes arvestada.

2.1.3. Eesti marksdnastik (EMS)

Eesti marksonastik (saadaval lehekdiljel http://ems.elnet.ee) on kdiki ainevaldkondi hélmav
tesauruse struktuuriga marksdnastik raamatute, perioodikavaljaannete, artiklite, nootide,
helisalvestiste, kaartide ja muude teavikute eestikeelseks marksdnastamiseks. EMS on
raamatukogudes véljaannete marksdnastamiseks ametlikult kasutatav sdnastik, mille
kasutus marksdnade allikana on ndutud.

Hankija edastas Eesti marksdnastiku MARC21 formaadis. Eesti marksdnastik sisaldab
kokku 61163 terminit, mis jagunevad 39753 marksbnaks ja 21410 a&raviiteterminiks,
sealjuures on vormimarksdnu 1342, ajamarksénu 124, kohamarksdénu 6925 ning
teemamarksdnu 31380. EMS sisaldab 48 ainevaldkonda ja 51733 inglisekeelset vastet.
Projekti raames kasutatavate tekstidega on seotud 386 unikaalset vormimarkséna, 57
ajamarksdna, 482 kohamarksdna ning 8003 teemamarksdna. Seega tuleb tdhele panna, et
treeningmaterjalis mitte kasutusel olevaid marksénu juhendatud masindppe meetoditel
baseeruvad mudelid ennustada ei suuda.

2.2. Dokumentide eeltootlus

See peatikk kirjeldab hankija edastatud dokumentide t66tlemise tulemusi - kui paljudest
dokumentidest dnnestus eraldada tekst ning kui palju eraldatud tekstidest on omakorda
kasutatavad mudelite treeningmaterjalina.

2.2.1. Teksti eraldamine

Teose taistekste sisaldavatest dokumentidest teksti eraldamiseks kasutati Apache Tika
tooriistakomplekti.

Parsimisel eraldati tekst edukalt 8127 dokumendist, teksti eraldamine ebadnnestus 344

dokumendi puhul (vt. joonis 5). Ebadnnestunuks loetakse dokumente, millest Apache Tika
teksti eraldada ei suutnud.
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https://tika.apache.org/

Dokumentide parsimise edukus

Parsimine ebadnnestus

Parsimine dnnestus

Joonis 5. Dokumentide parsimise edukus. Tekst 6nnestus edukalt eraldada
95.9% dokumentidest, eraldamine ebaénnestus 4.1%-I.

Kdige sagedamini ebadnnestus parsimine pdfide puhul (203 dokumenti), siinkohal tuleb aga
silmas pidada, et pdf on ka kdige suurema esindatusega sisutliip ning suhtarv kdikide
pdfide seas on ainult 2.3%, samas kui tif tilpi failide parsimine ebadnnestus 126 dokumendi
puhul, mis antud sisutllbi I6ikes moodustab 24%-se osakaalu. Taieliku Ulevaate
ebadnnestunud parsimisega failide sisutliipidest annab tabel 2.

Sisutiiip Laiend Sagedus
application/pdf .pdf 203
image/tiff tiff 126
application/octet-stream .a 7
application/epub+zip .epub 4
application/msword wiz 1
application/vnd.ms-excel Xls 1
image/jpeg Jpg 1
text/xml xml 1

Tabel 2. Ebaénnestunud parsimise sisutiidipide jaotus

2.2.2. Teksti kvaliteedi hindamine

Kuna vdib juhtuda, et parast nailiselt edukat teksti eraldamist (Tika I6petab t66 ilma
veateateta), pole eraldatud tekst siiski mudeli treeningmaterjalina kasutamiseks kdlbulik, on
enne mudelite treenimist kasulik teha tekstidele kvaliteedikontroll, mis valideerib, kas
eraldatud tekst on inimloetav. Naiteks dokumentidest, mis sisaldavad viletsa pildikvaliteediga
skaneeritud raamatute lehekulgi, ei dnnestu parseril enamjaolt teksti korrektselt tuvastada.
Tekstide kvaliteedi hindamiseks treenisime statistilise mudeli, mille abil on voéimalik
sisendtekstid klassifitseerida treeningmaterjalina kasutatavaks ning mittekasutatavaks.
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Statistiline mudel treeniti eesti, inglise ja vene keele tekstide peal, aga t66tab ka teiste keelte
peal, millel on sarnane haalikusisteem (vokaalide ja konsonantide vaheldumine). Mudel
tootab tdenadosuste ja lavendite alusel. Iga treeningmaterjalis oleva dokumendi pdhjal dpib
mudel bigrammide2 téendosuslikku jaotumist ehk mida sagedasem on teatud bigramm, seda
suurem on ka tdéenaosus kohata seda bigrammi loomulikus keeles, nt on suurem téenaosus,
et tahele r jargneb taht a kui j. Lisaks on mudelile etteantud ka hulk juhuslikke haid
(korrektselt tuvastatud) ja halbu (halvasti tuvastatud) tekstinaiteid, mille bigrammide alusel
saadud keskmiste tdenaosuste jargi genereeritakse lavend, milleks oleme seadnud heade ja
halbade keskmise tdendosuste vahepealse. Uute tekstide klassifitseerimisel genereerib
mudel iga teksti bigrammide tdenaosusjaotuse, vordleb mudeli jaotusega ning arvutab iga
teksti keskmise tdendosuse. Seejarel teeb mudel selle lavendi alusel otsuse, kas tekst
klassifitseeritakse kasutatavaks voi mittekasutatavaks. Mittekasutatav tekst on naiteks:

fIPOI'PAMMA, METOfIMIECKI/IE
yKAsAHuUH n KOHTPOJIbelE
SAHAHYV/Ifl no 'PYCCKOMY $131)le

8127 parsitud dokumendist tuvastati kokku 270 mittekasutatavat taisteksti.

Soelale jadnud 7857 dokumendist, mille parsimine dnnestus ja tekst 1abis kvaliteedikontrolli,
eemaldati lisaks veel allesjaanud pildiformaadis failid (.tif ja .jpg), kuna need sisaldasid
Uksnes teose kaanepilti, mis margendaja treeningmaterjalina olulist infot ei sisalda ning voib
tulemusi  negatiivselt mojutada. Parast pildifailide eemaldamist jai 16plikuks
treeningmaterjaliks 7668 teost.

2.3. Ulevaade andmetest

Selle peatiki eesmark on anda pdgus Ullevaade treeningmaterjalina kasutatavast 7668
teosest nendega seotud metaandmetest.

Metaandmetest eraldati jargnevad valjad (sulgudes vastav MARC ID): teose keel (041),
teose autor (100), teose pealkiri (245), teose kirjastamise ja ilmumisega seotud
informatsioon (260), teose fllsiline kirjeldus nagu moédtmed maht jne (300), isikunimi
marksdnana (600), kollektiivi nimi marksénana (610), ajutise kollektiivi nimi véi sindmus
marksbnana (611), teemamarksbna (650), kohamarksdna (651), ajamarksdna (653),
vormimarksona (655), teised teosega seotud isikud nagu tdlkijad, illustraatorid jne (700),
digitaalse teose asukoha info (856) ja ERBI ID (907). Kogu info peale valitud marksdnade
on kasutusel Uksnes mugavamaks navigatsiooniks ja andmetest tervikuna parema llevaate
saamiseks, mis omakorda aitab prognoosida treenitud mudelite Uldistusvéimet uutele
andmetele. Metaandmetest eraldatud info koos tapsustatud alamvaljadega leiab tabelist 3.

2 Naiteks sbna bigramm bigrammid on ‘bi’, ‘ig’, ‘gr’, ‘ra’, ‘am’, ‘mm’.
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MARC
ID

001

041

100

245

260

300

600

610

611

Vilja sisu

ERB id

keel

autor

pealkiri

kirjastamise
info

formaat

isiku-
marksona

kollektiivi nime
marksona

ajutise
kollektiivi voi
sindmuse
marksdéna

Alamvali

Alamvilja sisu

ERB id

originaalkeel(ed)
kokkuvbtte keel(ed)

teose keel(ed)

teose autori nimi

teose autori sunnikuupaev
teose autori surmakuupaev
teose pealkiri

kirjastamise koht
kirjastaja
valjalaskekuupaev
trikikoda

lehekiilgede arv

flusilise teose mé6dud
isikumarkséna (nimi)
isikumarksoéna (tapsustus)

isikumarkséna
(stunnikuupaev)

isikumarksdna
(surmakuupaev)

kollektiivi nime marksdna
(nimi)

kollektiivi nime méarksona
(tapsustus)

ajutise kollektiivi voi
stindmuse marksoéna (nimi)

ajutise kollektiivi voi
stindmuse marksona
(asukoht)

ajutise kollektiivi voi
stindmuse marksodna
(daatum)

Kasutatakse
mudeldamisel®

ei
ei
ei
ei
ei
ei
ei
ei
ei
ei
ei
ei
ei
ei
ei

ei

ei

ei

ei

ei

ei

ei

ei

3 Kasutatavad marksdnade tlitibid on tdpsemalt kirjeldatud peatiikkides 2.5.3.1-2.5.3.7
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ajutise kollektiivi voi
e stindmuse marksona ei
(tpsustus)

ajutise kollektiivi voi
n stindmuse marksona ei
(jarjekorra number)

teema-

650 v a teemamarksdna jah
marksdna
koha- . .
651 o" @ ~ a kohamarksodna jah
marksdéna
653 & a  ajamérksGna jah
markséna
655 vo"rm|-~ a vormimarksona jah
marksdéna
teosega seotud isiku nimi
a (illustraatorit, tolkijad, ei
koostajad jne)
700 teised isikud d seotud isiku siinnikuupdev ei
d seotud isiku surmakuupaev ei
e seotud isiku roll (nt. tdlkija) ei
digitaalse teose N .
856 asukoha info Digar id ei
907 ERBid a ERB id ei

Tabel 3. Projektis eraldatud ja kasutatud metaandmed.

Projektis kasutatavad teosed on publitseeritud aastatel vahemikus 1945-2019 (vt. joonis 6),
millest valdav osa on ilmunud parast 2000. aastat. (Ilmumisaasta statistika pdhineb MARC
véljal 260). Siinkohal tuleb tahele panna, et kénealune ilmumisaasta valjendab konkreetse
teose ja truki kindla kirjastuse valjalaskekuupaeva, mitte raamatu originaalset ilimumisaastat.

/M~ / \/

¢ L

. P . P

Joonis 6. Avaldatud teoste sagedused aastate l6ikes.
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Autorite sunniaastad jaavad vahemikku 1469-1997. Kdige varasemad teosed parinevad
autoritelt Niccold Machiavelli (suinniaastaga 1469), Wilhelm Christian Friebe (slinniaastaga
1762) ning Carl Friedrich von Ledebour (slinniaastaga 1785) (vt. joonis 7).

B
"
I
1
[} " &y
(] ..‘.t’l 8 ig
“.- .'a
e lLak gi* |
SUICH R IRl )

Joonis 7. Autorite siinniaastad

Teoste kontekstist aimduse saamiseks on jargnevalt esitatud 10 juhuslikult valitud teose
pealkirjad:

Miku ja Mirjami 6 kummalist kohtumist
Liginullenergiahooned téna ja homme artiklite kogumik
Sotimaa : Glasgow on parem kui Edinburgh

21st International Conference on Types for Proofs and Programs, TYPES 2015 Tallinn, Estonia, 18-21 May 2015
: abstracts

Raasiku vald 25 : 1992-2017

Aktuaalset mahepdllumajanduses.

Fiscal policies and business cycles in an enlarged euro area

Lapse arengu hindamise ja toetamise juhendmaterjal koolieelsetele lasteasutustele
Rahvusvahelistumise ja ekspordi uuring loomemajanduse valdkonnas uuringu aruanne : 31.10.2017

Elukvaliteet Euroopas kokkuvote

Metainfo andmetel (MARC vali 041 h) on teoste tekstides kasutusel 21 erinevat keelt, neist
86.5% moodustab eesti keel (6632 dokumenti), 9.8% inglise keel (751 dokumenti) ja 2.5%
vene keel (194 dokumenti) (vt. joonis 8). Metaandmetes sisalduva info pdhjal on iga teosega
seotud Uks keel. Taieliku Ulevaate kasutusel olevatest keeltest annab tabel 4.
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Dokumentide keeled

rus e

eng !

est

Joonis 8. 86.5% dokumentidest sisaldavad eestikeelset teksti,
9.8% ingliskeelset ning 2.5% venekeelset.

Keel Dokumentide Keel Dokumentide
arv arv
1. eesti 6632 11. jaapani 3
2. inglise 751 12. kreeka 2
3. vene 195 13. ungari 2
4. soome 25 14. portugali 2
5. saksa 20 15. hispaania 2
6. prantsuse 10 16. hiina 1
7. &t 7 17. horvaatia 1
8.  rootsi 5 18. panjabi 1
9. itaalia 4 19. targi 1
10. hollandi |3 20.  komri 1

Tabel 4. Teoste keeled.

2.4. Segmenteerimine

Selle peatiki eesmark on anda Ulevaade teoste segmenteerimisest: selle alusest,
voimalikust mdjust tulemustele ning segmenteeritud andmete jaotusest ja kvaliteedist.

2.4.1. Segmenteerimise metoodika

Kuna projekti skoobis olevad teosed vdivad olla vdga mahukad, on nii andmetes
navigeerimise, mudelite efektiivse treenimise kui ka margendite kasutatavuse téttu moistlik
algsed dokumendid segmenteerida. Dokumentide segmenteerimiseks on erinevaid
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vOimalusi: eraldatavateks segmentideks vbivad olla naiteks nii peatlikid, I6igud kui ka
lehekiljed. Antud projekti raames kasutame segmenteerimise aluseks lehekilgi, kuna
skoopi jaavate dokumentide sisu ja vormi variatiivsus on suur ning automaatne peatikkideks
segmenteerimine oleks antud juhul keeruline. Lisaks varieerub teoste 16ikes ka peatikkide
arv ning pikkus. Viimane kehtib ka I6ikude kohta, lisaks on |6ikude piirid mdnevdrra sdltuvad
ka teksti eraldamise tooriistast. Voéimalik oleks dokumentide tekst segmenteerida ka
kindlaksmaaratud pikkuse alusel - naiteks fikseeritud pikkuse 1000 korral saaksime
tulemuseks x segmenti, millest igalks sisaldaks 1000 tdhemarki/séna. Selle metoodikaga
ldaheb aga kaduma info lehekilgede hdivatusest tekstiga, mis omakorda vdib olla oluline
tunnus dokumentide tlldbi maaramisel (romaanide puhul on suurem osa lehekdljest tekstiga
héivatud, samas kui luuleraamatu puhul véib lehekulgedel olla palju tuhja pinda).
Lehekilgede alusel segmenteerimine aitab saada ka kergesti hoomatava Ulevaate teoste
mahtudest, mis ei pruugi alati olla kooskdlas metaandmetes kirjeldatud lehekullgede arvuga.

Teostest eraldatud keskmine segmentide arv on 86, standardhalve 108.7 ning mood 1, mis
tahendab, et kdige sagedasemad on 1-lehekiljelise segmendiga dokumendid. Siinkohal
tuleb aga tahele panna segmenteerimise tehnikat: esmalt konverteeritakse koik
alusdokumentide tulbid pdf-failideks, seejarel Ibdigutakse resultaadid “lehekllgedeks”
(segmentideks) ning siis eraldatakse igalt segmendilt tekst. Kui alusdokument on aga
naiteks .epub formaadis ning konverteeritud pdfilt teksti eraldamine ebadnnestub,
kasutatakse segmendina lihtsalt tervet algdokumendist eraldatud teksti, mis tahendab, et
kdik Uhest segmendist koosnevad dokumendid ei pruugi reaalsuses koosneda Uksnes Uhest
lehekiiljest. Selliseid dokumente, mille segmenteerimine ei dnnestunud ja Ghe segmendina
on kasutatud tervikteksti, on kokku 617.

2.4.2. Segmentide jaotus

Valdava osa projekti skoobis olevate teoste segmentide arv jadb vahemikku 1-1000, valja
arvatud méned tugevamalt halbivate segmentide arvuga teosed (vt. joonis 9a). Sealjuures
jaab 75% teoste segmentide arv vahemikku 1-100 (vt. joonis 9b), erindite vaartused ulatuvad
aga ligi 2000-ni - kdige mahukam projektis olev teos on 1936 “lehekiilge” (segmenti) pikk
“Eesti-Udmurdi sdnaraamat”.

Segmentide arv (1 = 86.0, 0 = 108.7) Segmentide arv (1 = 69.5, 0 = 62.9, out = 320)

10°

Sagedus

10t

10

D 250 500 750 1000 1250 1500 1750 2000 0 S0 100 150 200
Segmentide arv Segmentide arv

Joonis 9a. Segmentide jaotus (erinditega) Joonis 9b. Segmentide jaotus (erinditeta)
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2.4.3. Segmentide kvaliteet

Nagu taistekstide puhul, on ka segmentide juures kasulik kindlaks teha nende sisuline
kvaliteet. Seega rakendasime segmentidele sama mudelit, mida ka taistekstidele, et teha
kindlaks nende loetavus, sest isegi kui taistekst, mille juurde segment Kkuulub,
kvaliteedikontrolli 18bis, ei pruugi see tdhendada, et kdik teose lehekiljed eraldiseisvalt seda
samuti teevad. Kokku eraldati teostest 659576 segmenti, nendest 1949 parsimine
ebadnnestus, 8655-st tuvastati tlhi sisu ning 4748-st sisutud sumbolid (vt. joonised 10 ja 11,
tabel 5).

Segmentide kasutatavus
Mittekasutatav Sy :

Kasutatav
Joonis 10. Segmentide kasutatavus
Mittekasutatavate segmendid
Parsiming ebadnnestus

Sisutud simbolid Tihi sisu

Joonis 11. Mittekasutatavate segmentide jagunevus

Treeningandmestikku lisatakse info kvaliteedi kohta, kuid taiesti véalja ebakvaliteetse tekstiga
segmente ei visata, kuna ka seosetu simboljada véib teatud juhtudel tunnusena kasulik olla
(naiteks viide, et dokument sisaldab pilte, mis omakorda annab aluse vormimarkséna
ennustamiseks).

Kvaliteedi klass Segmentide arv Kasutatav
Anallusitav tekst 644224 JAH
Tihi sisu 8655 El
Sisutud siimbolid 4748 El
Parsimine ebadnnestus 1949 El

Tabel 5. Segmentide kvaliteet
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2.5. Margendid

Antud peatiiki eesmark on anda poéhjalik Glevaade treeningandmetega seotud margenditest:
kasutusel olevatest tllpidest, eri tllpide sagedustest ja jaotustest, kasutatavusest
treeningmaterjalina ning segmenteerimise mdjust kasutatavusele.

2.5.1. Margendite tuubid ja jaotus

Vaatleme mudelite arendamisel treeningandmestikuga seotud seitset erinevat margendi-
tadpi: isikunimi (MARC ID: 600), kollektiivi nimi (MARC ID: 610), ajutine kollektiiv voi
sundmus (MARC ID: 611), kohamarkséna (MARC ID: 651), ajaméarkséna (MARC ID: 653),
vormimarksona (MARC ID: 655) ning teemamarkséna (MARC ID: 650) - p6hirdhk antud
projektis on just viimase ennustamisel. Koikide tllpide peale kokku on projekti kuuluvate
teostega seotud 10098 unikaalset margendit, mis jagunevad jargmiselt: 457 isikunime, 585
kollektiivi nime, 128 ajutist slindmust, 482 kohamarksbna, 57 ajamarksbna, 386
vormimarksoéna ning 8003 teemamarksdna. Kuna projektis kasutamiseks planeeritud
masindppe mudelite adekvaatse ennustamise jaoks on minimaalne vajalik margendite
sagedus 50, teeme kindlaks ka seda lavendit Uletavate marksdnade arvud iga tuubi I6ikes.
Parast lavendi rakendamist Uletavad selle 3 kollektiivi nime, 5 ajamarkséna, 8
kohamarksdna, 28 vormimarksdna ning 95 teemamarksdna. Ukski isikunime ega ajutise
kollektiivi vdi siindmuse maérksdna lavendit ei lleta. Ulevaade unikaalsete margendite
sagedustest ning lavendi Uletanud margendite arvudest iga tuibi |6ikes on koondatud
tabelisse 6.

MARC ID Margendi tuiip Margendite Kasutatavate
koguarv margendite arv
600 Isikunimi 457
610 Kollektiivi nimi 585
611 Ajutine kollektiiv voi 128
suindmus
650 Teemamarksona 8003 95
651 Kohamarksdéna 482 8
653 Ajamarksona 57
655 Vormimarkséna 386 28

Tabel 6. Kbikide méargendite ning kasutatavate
maérgendite sagedused tiilipide I6ikes.

Kuna automaatne margendaja vdiks spetsialistide t66d véimalikult tapselt imiteerida ning
tagada tulemuseks optimaalse marksbnade arvu, on kasulik analilsida ka senist
margendite arvu dokumentide I6ikes. Keskmiselt on iga dokumendiga seotud 0.1 isikunime
margendit, 0.3 kollektiivi nime margendit, 0.0 ajutise kollektiivi vdi sindmuse margendit, 5.5
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teemamarksdna, 0.8 kohamarksdna, 0.1 ajamarkséna, 1.6 vormimarksdna. Kdiki marksonu
kokku on Uhel keskmisel dokumendil 8.3 (vt. tabel 7).

Margendi tuiip Keskmine Mood
Isikunimi 0.1 0
Kollektiivi nimi 0.3 0
Ajutine kollektiiv véi sundmus 0.0 0
Teemamarksdna 5.5 5
Kohamarksdna 0.8 1
Ajamarksona 0.1 0
Vormimarksona 1.6 2
Kdik marksbnad 8.3 9

Tabel 7. Iga dokumendiga seotud méargendite arv
tudpide l6ikes.

2.5.2. Segmenteerimise mdju margendite kasutatavusele

Tuginedes varasemale kogemusele, on tekstide edukaks margendamiseks iga ennustatava
margendi jaoks vaja vahemalt 50 naidisdokumenti. See tdhendab, et kui soovime tulevikus
margendada kdik kalandusega seotud tekstid marksdnaga “kalandus”, peab
treeningandmestikus eksisteerima vahemalt 50 vastava margendiga dokumenti. Kuna antud
projekti treeningandmestik sisaldab aga vaga varieeruva pikkusega tekste, annab
segmenteeritud andmestiku anallls siinkohal tden&oliselt parema Ulevaate kui taistekstide
oma. Siinkohal tuleb aga silmas pidada, et esitatud tulemused ei ole siiski paris
samavaarsed samas mahus unikaalsetest dokumentidest koosnevate andmestikega -
naiteks on Ernest Hemingway romaani “Vanamees ja meri” (heks teemamarksdnaks
“ameerika” - romaan on 88 lehekillge pikk, mis tdhendab, et saaksime teoorias Uksnes selle
segmenteerimisel katte vajaliku arvu treeningandmeid markséna “ameerika” ennustava
mudeli treenimiseks. Samas on kaheldav, et tulemuseks saadud mudel suudaks vastavalt
margendada naiteks teose “Muusikadpik gimnaasiumile. Ill, 20. sajandi muusika ja Eesti
naudislooming”, millele ERB-i andmetel samamoodi margend “ameerika” kuuluma peaks.

Kui segmenteerimata andmestikul oli vdimalik ehitada mudelid vaid naiteks 1.2%
teemamarksdna ennustamiseks, siis segmenteerimisega tdusis kasutatavus 80.9%-ni.
Samamoodi on margatav kasv ka teistel marksonatllpidel, mille kasutatavus
segmenteerimata andmestikul varieerus 0%-It kuni 8.8%-ni, segmenteeritul aga 53.1%-It
94.7%-ni (vt. joonis 12 ja tabel 8).
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Isik Kollektiiv Siindmus Teema Koht Aeg Vorm
0% 0.5% 0% 1.2% 1.7% 8.8% 7.3%
68.7% 62.2% 53.1% 80.9% 67.4% 94.7% 79.2%

Joonis 12. Eritiilipi mdrgendite kasutatavus enne segmenteerimist ((ilemine rida)
ning pérast segmenteerimist (alumine rida)

Tulemuste osas tuleb siiski aga peatlki alguses kirjeldatud pdohjustel teatav kriitikameel
séilitada, kuna segmenteeritud tekstid parinevad siiski piiratud arvust teostest pdhjustades
mudelite tlesobitamise ohu.

Segmenteerimata

Segmenteeritud

MARC  Margendi tilip Kokku Kasutatav Kasutatav = Kasutatav Kasutatav
ID (sagedus) (%) (sagedus) (%)

600  Isikunimi 457 0 0. 0% 314 68.7%
610  Kollektiivi nimi 585 3 0.5% 364 62.2%
611 Ajutine kollektiiv 128 0 68

voi siindmus 0. 0% 53.1%
650 Teemamarksdna 8003 95 1.2% 6477 80.9%
651 Kohamarksdna 482 8 1.7% 325 67.4%
653  Ajamarksona 57 5 8.8% 54 94.7%
655 Vormimarksdna 386 28 7.3% 306 79.2%

Tabel 8. Mérgendite kasutatavus enne ja pérast segmenteerimist.

Tabel 9 annab Ulevaate kuidas muutuvad eritilpi margendite keskmised sagedused,
standardhalbed ja erindite arvud enne ja parast segmenteerimist. Enne segmenteerimist
jaéb erindeid arvestav keskmine sagedus vahemikku 1.3-31.4, erindeid mitte kaasav
keskmine sagedus aga vahemikku 1-4.6. Parast segmenteerimist jaab erindeid arvestav
keskmine sagedus vahemikku 113.2-2585.1, erindeid mitte kaasav keskmine sagedus aga
vahemikku 63.5-866.4. Erindite arvud enne segmenteerimist jadvad vahemikku 9-1056 ning
parast segmenteerimist vahemikku 7-823.
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Enne segmenteerimist Parast segmenteerimist

M+ o+ M- o- out u+ o+ M- o- out
Isik 1.3 0.9 1.0 0.0 80 1424 1720 121.7 109.3 60
Kollektiiv 3.7 27.6 1.2 0.5 76 288.0 19927 974 913 51
Siindmus 1.3 1.1 1.0 0.0 20 1132 1998 635 50.0 10
Teema 5.3 14.0 2.3 1.8 1056 4479 12509 2169 2133 823
Koht 123  155.6 1.3 0.6 97 1072.2 13840.8 136.5 147.9 51
Aeg 13.3 25.1 4.6 45 9 1634.2 2331.7 866.4 991.9 7
Vorm 314 1547 4.4 5.0 56 2585.1 12013.1 354.4 457.8 59

Tabel 9. Mérgendite keskmised sageduses, standardhélbed
Ja erindite arv enne ja p&rast segmenteerimist.

2.5.3. Erituupi marksdnade detailne kirjeldus

Jargnevas peatlikis antakse detailne Ulevaade kdigi seitsme marksdna tuubi kohta
(isikunimi, kollektiivi nimi, ajutine kollektiiv vbi sindmus, teemamarkséna, kohamarksona,
ajamarksdna, vormimarkséna). Sealjuures kirjeldatakse marksdnade jaotust dokumentide
6ikes (mitu antud tddpi marksdna Uhel keskmisel dokumendil kiljes on), unikaalsete
marksdnade sageduste jaotust enne ja parast segmenteerimist ning lisaks tuuakse valja 10
kdige sagedasemat marksdna enne ja parast segmenteerimist.

2.5.3.1. Isikunimi marksonana

Lahteandmestikus on kokku 457 unikaalset isikunime margendit, sealjuures on iga
dokumendiga seotud 0 kuni 16 isikunime marksdna. Keskmine isikunimede marksénade arv
Uhe dokumendi kohta on 0.1 standardhalbega 0.6. Jooniselt 13a ndeme, et valdav osa
treeningandmetest - Ule 7000 dokumendi - isikunime margendit ei sisalda. Kokku sisaldab
vahemalt 1 isikunime margendit 294 dokumenti, millest suurem osa sisaldab tapselt 1
margendit. 2-3 margendit sisaldavad kokku umbes 20 dokumenti ning 4-16 margendit vaid
modned Uksikud dokumendid.
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Isikunimi (u = 0.1, o = 0.6) Isikunimi (u = 0.1, o0 = 0.6)
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Joonis 13. Isikunime marksénade arv dokumentide 16ikes

Unikaalsete isikunimede marksdnade sagedus enne segmenteerimist jaab vahemikku 1-4,
valja arvatud Uks tugevalt halbiv erind sagedusega 17 (vt. joonis 14a). Keskmine isikunime
marksdna sagedus erindeid arvestades on 1.3 standardhalbega 0.9 ning parast 80 erindi
eemaldamist 1 standardhalbega 0. Parast segmenteerimist jaab isikunime marksdnade
sagedus vahemikku 1-718, valja arvatud kaks tugevalt halbivat erindit sagedustega 1395
ning 2123 (vt. joonis 14c). Sealjuures on 75% isikunime margendite sagedus vahemikus
1-200 (vt. joonis 14d). Parast segmenteerimist on keskmine isikunime sagedus erindeid
arvestades 142.4 standardhalbega 172 ning péarast 16 erindi eemaldamist 121.7
standardhdlbega 109.3. Sageduste jaotusest enne ja parast segmenteerimist annab
Ulevaate joonis 12.
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Isikunimi (n = 142.4, a = 172.0) Isikunimi (W = 121.7, o = 109.3, out = 16)
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Joonis 14. Isikunime mérksénade sagedusjaotused
enne ja pérast segmenteerimist

Kdige populaarsem isikunime marksdna on “Jeesus Kristus”, mis on seotud 17 erineva
dokumendiga, jargnevad “Konrad Magi”, “Enn No6u”, “A. H Tammsaare” ja “Friedebert
Tuglas” 4 dokumendiga. Parast andmete segmenteerimist pusib esikolmiku jarjekord
muutumatu: kdige populaarsem markséna on endiselt “Jeesus Kristus”, mis on seotud 2123
segmendiga, jargnevad “Konrad Magi” 1395 segmendiga ning “Enn N6u” 718 segmendiga.
10 koéige sagedasemat isikunime marksbna koos sagedustega enne ja parast
segmenteerimist on esitatud tabelis 10.

Isikunimed
Enne segmenteerimist Parast segmenteerimist

1. Jeesus Kristus 17 Jeesus Kristus 2123

2. Konrad Magi 4 Konrad Magi 1395

3. Enn N&u 4 Enn N&u 718

4. A. H Tammsaare 4 Raivo Uukkivi 691

5. Friedebert Tuglas 4 Konrad Magi 645

6. Aino Kallas 3 Helga N&u 627

7. Friedrich Reinhold Kreutzwald 3 Marek Vahula 584

8. Pahlen 3 Istvan Kantor 534

9. Lev Tolstoi 3 Heino Jde 528
10. Raoul Kurvitz 3 Peeter 517

Tabel 10. 10 kdige sagedasemat isikunime markséna
enne ja parast segmenteerimist.

2.5.3.2. Kollektiivi nimi marksonana

Lahteandmestikus on kokku 585 unikaalset kollektiivi nime marksdna, sealjuures on iga
dokumendiga seotud O kuni 10 kollektiivi nime marksdéna. Keskmine kollektiivi nimede
marksdnade arv Uhe dokumendi kohta on 0.3 standardhalbega 0.7. Kokku sisaldab
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vahemalt Ghte kollektiivi nime 1713 dokumenti - (ile 1000 dokumendi on seotud tapselt the
kollektiivi nimega, umbes 400 dokumenti on seotud 2 kollektiivi nimega, 3-4 kollektiivi nime
sisaldavad kokku umbes 100 dokumenti, 5-6 kollektiivi nime umbes 30 dokumenti ning 7-10
kollektiivi nime vaid mdned Uksikud dokumendid. Kollektiivi nimede marksdnade jaotusest
dokumenditi annab Ulevaate Joonis 15.

Kollektiivi nimi (u = 0.3, 0 = 0.7) Kollektiivi nimi (L = 0.3, 0 = 0.7)
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Joonis 15. Kollektiivi nimede mérksénade arv dokumentide 16ikes

Unikaalsete kollektiivi nime marksénade sagedus enne segmenteerimist jaab vahemikku
1-39, vélja arvatud 3 tugevalt halbivat erindit sagedustega 94, 287 ja 596 (vt. joonis 16a).
Sealjuures jaab 75% kollektiivi nime marksénade sagedus vahemikku 1-2 (vt. joonis 16b).
Keskmine kollektiivi nime markséna sagedus erindeid arvestades on 3.7 standardhalbega
27.6 ning 76 erindi eemaldamisel 1.2 standardhalbega 0.5. Parast segmenteerimist jaab
kollektiivi nime marksdnade sagedus vahemikku 1-2579 valja arvatud kolme tugevalt halbiva
erindi puhul, mille sagedusteks on 5970, 32587 ja 34819 (vt. joonis 16c¢). Sealjuures on 75%
kollektiivi nime margendi sagedus vahemikus 1-200 (vt. joonis 16d). Parast segmenteerimist
on keskmine kollektiivi nime sagedus erindeid arvestades 288 standardhédlbega 1992.7 ning
51 erindi eemaldamisel 97.4 standardhalbega 91.3. Sageduste jaotusest enne ja parast
segmenteerimist annab Ulevaate joonis 14.

Kollektiivi nimi (up = 3.7, 0 = 27.6) Kollektiivi nimi (L = 1.2, 0 = 0.5, out = 76)

Marksdnade arv

107 4

o 100 200 W0 400 s00 600 100 125 150 175 200 225 250 275 300
Marksanade sagedus Marksdnade sagedus
Joonis 16a. Enne segmenteerimist (erinditega) Joonis 16b. Enne segmenteerimist (erinditeta)
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Kollektiivi nimi (1 = 288.0, 0 = 1992.7) Kollektiivi nimi (u = 97.4, 0 = 91.3, out = 51)
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Joonis 16. Kollektiivi nimede mérksénade sagedusjaotused
enne ja pérast segmenteerimist

Kdige populaarsem kollektiivi nime markséna on “Euroopa Liit", mis on seotud 596
dokumendiga, jargneb “Eesti” vastavalt 287 dokumendiga ja “Euroopa Kontrollikoda” 94.
dokumendiga. Parast segmenteerimist tduseb kdige sagedasemaks marksdnaks “Eesti’
34819 segmendiga, jargneb Euroopa Liit 32587 segmendiga ning Euroopa Kontrollikoda
5970 segmendiga. 10 kdige sagedasemat kollektiivi nime marksdna koos sagedustega enne
ja parast segmenteerimist on esitatud tabelis 11.

Kollektiivide nimed

Enne segmenteerimist Parast segmenteerimist
1. Euroopa Liit 596 Eesti 34819
2. Festi 287 Euroopa Liit 32587
3. Euroopa Kontrollikoda 94 Euroopa Kontrollikoda 5970
4. Euroopa Komisjon 39 NSV Liit 2579
5. Euroopa Parlament 27 PGhja-Atlandi Lepingu Organisatsioon 2204
6. Tartu Ulikool 23 Euroopa Komisjon 2085
7. Eesti Pank 20 Tartu Ulikool 2042
8. Eesti Kunstiakadeemia 18 Euroopa Parlament 1838
9. Eesti Rahvusraamatukogu 17 Euroopa Kohus 1653
10. pshja-Atlandi Lepingu

Organisatsioon 16 Eesti NSV Ulemndukogu 1371

Tabel 11. 10 kbige sagedasemat kollektiivi nime
mérksOna enne ja padrast segmenteerimist.

2.5.3.3. Ajutise kollektiivi nimi voi siindmus marksonana

Lahteandmestikus on kokku 128 ajutise kollektiivi vdi sindmuse marksdna, sealjuures on iga
dokumendiga seotud vastavaid marksdnu 0 kuni 3. Keskmine ajutise kollektiivi voi
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stindmuse marksénade arv Uhe dokumendi kohta on 0.0 (Umardatud (he komakohani)
standardhalbega 0.2. Kokku sisaldab vahemalt Uhte ajutise kollektiivi v6i sindmuse
marksdna 162 dokumenti, millest suurem osa on seotud tapselt Uhe ajutise kollektiivi voi
stindmuse marksdnaga. 2 ajutise kollektiivi voi sindmuse marksdna sisaldavad umbes 10
dokumenti ning 3 ajutise kollektiivi vdi sindmuse markséna 1 dokument. Ajutise kollektiivi
voi sindmuste marksdnade jaotusest dokumenditi annab Ulevaate joonis 17a.
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Joonis 17. ajutise kollektiivi véi siindmuse mérksénade arv dokumentide Ibikes.

Unikaalsete ajutise kollektiivi véi siindmuse marksdnade sagedus enne segmenteerimist
jaédb vahemikku 1-3, valja arvatud 4 tugevalt halbivat erindit sagedustega 4, 5, 7 ja 9 (vt.
joonis 18a). Keskmine ajutise kollektiivi vo6i sindmuse marksbna sagedus erindeid
arvestades on 1.3 standardhélbega 1.1 ning 20 erindi eemaldamisel 1 standardhéalbega 0.
Parast segmenteerimist jadb valdava osa ajutise kollektiivi vdi sindmuse marksénade
sagedus vahemikku 1-737, valja arvatud 2 tugevalt halbivat erindit sagedustega 1052 ja
1486 (vt. joonis 18c). Sealjuures jadb 75% ajutise kollektiivi vdi sindmuse margenditest
vahemikku 1-100 (vt. joonis 18d). Parast segmenteerimist on keskmine ajutise kollektiivi voi
sundmuse marksdna sagedus erindeid arvestades 113.2 standardhalbega 199.8 ning parast
10 erindi eemaldamist 63.5 standardhalbega 50. Sageduste jaotusest enne ja parast
segmenteerimist annab Ulevaate joonis 18.

Ajutine sindmus (4= 1.3, 0 = 1.1) Ajutine siindmus (1 = 1.0, o = 0.0, out = 20)
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Ajutine sindmus (U = 113.2, o = 199.8) Ajutine sindmus (4 = 63.5, o0 = 50.0, out = 10)
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Joonis 18. ajutise kollektiivi v6i sindmuse mérksénade sagedusjaotused
enne ja pérast segmenteerimist

Kdige populaarsed ajutise kollektiivi vdi sindmuse markséna on “Eesti matkajuhtide
kokkutulek”, mis on seotud 9 dokumendiga, jargnevad “Rahvaloendus Eestis” 7
dokumendiga ning “Taastuvate energiaallikate uurimine ja kasutamine, konverents” 5
dokumendiga. Parast segmenteerimist tduseb kdige sagedasemaks marksdnaks
“‘Rahvaloendus Eestis” 1486 segmendiga, jargnevad “Euroopa meedia ja kommunikatsiooni
doktorikool” 1052 segmendiga ja “Taastuvate energiaallikate uurimine ja kasutamine,
konverents” 737 segmendiga. 10 kdige sagedasemat kollektiivi nime markséna koos
sagedustega enne ja parast segmenteerimist on esitatud tabelis 12.

Ajutised kollektiivid voi sindmused

Enne segmenteerimist Parast segmenteerimist
1. Eesti matkajuhtide kokkutulek 9 Rahvaloendus Eestis 1486
2, Euroopa meedia ja kommunikatsiooni
Rahvaloendus Eestis 7 doktorikool 1052

3. Taastuvate energiaallikate

uurimine ja kasutamine, Taastuvate energiaallikate uurimine ja
konverents 5 kasutamine, konverents 737
4. Euroopa kultuuripealinn 4 Euroopa kultuuripealinn 735

5. Noorte etnoloogide ja

folkloristide konverents 3 Majanduspoliitika teaduskonverents 624

6. Euroopa Liiduga liitumise mdju Eesti
majanduspoliitikale, teadus- ja

Matsalu loodusfilmide festival 3 koolituskonverents 589
7. Euroopa meedia ja Eesti majanduspoliitika teel Euroopa

kommunikatsiooni doktorikool 3 Liitu, teadus- ja koolituskonverents 575
8. Kreutzwaldi pievad 3 Venezia arhitektuuribiennaal 460
9. Avatud iihiskonna foorum 3 Eesti matkajuhtide kokkutulek 336
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10. Maailmafilm, visuaalse kultuuri
festival 3 Matsalu loodusfilmide festival 311

Tabel 12. 10 kbige sagedasemat ajutise kollektiivi v6i siindmuse
mérks6na enne ja padrast segmenteerimist.

2.5.3.4. Teemamarksona

Lahteandmestikus on kokku 8003 unikaalset teemamarksdna, sealjuures on iga
dokumendiga seotud O kuni 34 teemamarksdéna. Keskmine teemamarksdnade arv uhe
dokumendi kohta on 5.5 standardhalbega 3.1. Kokku sisaldab vahemalt (Uhte
teemamarksdéna 7596 dokumenti, vastav marksdéna puudub 53 dokumendil. Joonis 19b
annab kiire Ulevaate, et pooled dokumentidest sisaldavad 0-5 marksbna, suurem osa
Ulejdanutest 6-13 marksdna. 15 vdi rohkem marksbna on seotud vaid méne Uksiku
dokumendiga.

EMS-i marksona (u = 5.5, o = 3.1) EMS-i marksona (u = 5.5, o = 3.1)
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Joonis 19. Teemamérksénade arv dokumentide l6ikes.

Unikaalsete teemamarksdnade sagedus enne segmenteerimist jaab valdavalt vahemikku
1-200, valja arvatud kolm tugevalt halbivat erindit sagedustega 393, 400 ning 556 (vt. joonis
20a). Sealjuures jaab 75% teemamarksdna sagedus vahemikku 1-4 (vt. joonis 20b).
Keskmine teemamarkséna sagedus erindeid arvestades on 5.3 standardhalbega 14 ning
1056 erindi eemaldamisel 2.3 standardhadlbega 1.8. Parast segmenteerimist jaab valdava
osa teemamarksdnade sagedus vahemikku 1-14000, valja arvatud seitse tugevalt halbivat
erindit sagedustega 42954, 42360, 39334, 28533, 27447, 16002 ja 14132 (vt. joonis 20c).
Sealjuures jaab 75% teemamarksdna sagedus vahemikku 1-400 (vt. joonis 20d). Parast
segmenteerimist on keskmine teemamarksdnade sagedus erindeid arvestades 447.9
standardhalbega 1250.9 ning 823 erindi eemaldamisel 216.9 standardhalbega 213.3.
Sageduste jaotusest enne ja parast segmenteerimist annab Ulevaate joonis 20.
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Joonis 20. Teemamérksénade sagedusjaotused
enne ja pérast segmenteerimist.

Kdige populaarsem teemamarkséna on “eesti” olles seotud 556 dokumendiga, jargnevad
“auditeerimine” 400 dokumendiga ning “kontroll” 393 dokumendiga. Parast segmenteerimist
on kdige populaarsem marksdna endiselt “eesti” 42 954 segmendiga, jargnevad
“‘parlamendid” 42 360 segmendiga ning “istungjargud” 39 334 segmendiga. 10 kdige
sagedasemat teemamarksdna koos sagedustega enne ja parast segmenteerimist on

esitatud tabelis 13.

Teemamarksona

Enne segmenteerimist

1. eesti 556
2. quditeerimine 400
3. kontroll 393
4. eesti keel 279
5. ajalugu 198
6. uuringud 185
7. hindamine 157
8. raamatupidamine 136

Parast segmenteerimist

eesti 42954
parlamendid 42360
istungjargud 39334
ajalugu 28533
eesti keel 27447
uuringud 16002
auditeerimine 14132
kontroll 13826
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9. parlamendid 133 hindamine 12008

10. finantseerimine 128 kodulugu 11400

Tabel 13. 10 kbige sagedasemat teemamérkséna
enne ja pédrast segmenteerimist.

2.5.3.5. Kohamarksona

Lahteandmestikus on kokku 482 unikaalset kohamarksona, sealjuures on iga dokumendiga
seotud 0 kuni 11 kohamarksdna. Keskmine kohamarksdénade arv Ghe dokumendi kohta on
0.8 standardhalbega 0.9. Kokku sisaldab vahemalt Ghte kohamarksdna 4639 dokumenti,
millest suurema osa on seotud 1-3 kohamarksdénaga. 4-6 kohamarksdna on kokku umbes
100 dokumendil ning 7-11 markséna kokku umbes 30 dokumendil. Kohamarksénade
jaotusest dokumenditi annab Ulevaate Joonis 21.
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Joonis 21. Kohamérksénade arv dokumentide Ibikes.

Unikaalsete kohamarksdnade sagedus enne segmenteerimist jadb valdavalt vahemikku
1-394, valja arvatud (ks tugevalt halbiv erind sagedusega 3385 (vt. joonis 22a). Sealjuures
jaéb 75% kohamarksdna sagedus vahemikku 1-2 (vt. joonis 22b). Keskmine kohamarksona
sagedus erindeid arvestades on on 12.3 standardhdlbega 155.6 ning 97 erindi
eemaldamisel 1.3 standardhalbega 0.6. Parast segmenteerimist jaab valdava osa
kohamarksbnade sagedus vahemikku 1-23207 valja arvatud uks tugevalt halbiv erind
sagedusega 302339 (vt. joonis 22c). Sealjuures jaab 75% kohamarksdnade sagedus
vahemikku 1-300 (vt. joonis 22d). Parast segmenteerimist on keskmine kohamarksdnade
sagedus erindeid arvestades 1072.2 standardhalbega 13840.8 ning 51 erindi eemaldamisel
136.5 standardhalbega 147.9. Sageduste jaotusest enne ja parast segmenteerimist annab
Ulevaate joonis 22.
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Joonis 22. Kohamérksbnade sagedusjaotused
enne ja pérast segmenteerimist.

Kdige populaarsem kohamarksdéna on “Eesti” olles seotud 3385 erineva dokumendiga,
jargnevad “Euroopa Liidu maad” 394 dokumendiga ning “Euroopa” 295 dokumendiga.
Parast segmenteerimist on kdige populaarsem kohamarksdna endiselt “Eesti” segmentide
arvuga 302339, jargnevad “Euroopa” 23207 segmendiga ning “Euroopa Liidu maad” 21494
segmendiga. 10 kodige sagedasemat kohamarksdna koos sagedustega enne ja parast
segmenteerimist on esitatud tabelis 14.

Kohamarksdna
Enne segmenteerimist Parast segmenteerimist

1. Eesti 3385 Eesti 302339
2. Euroopa Liidu maad 394 Euroopa 23207
3. Euroopa 295 Euroopa Liidu maad 21494
4. Tallinn 89 Tallinn 8860
5. Baltimaad 75 NSV Liit 8554
6. Venemaa 65 Venemaa 8123
7. Tartu 55 Baltimaad 7243
8. Soome 50 Soome 5513
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9. |da-Virumaa 44 Tartu 4742
10. NSV Liit 40 Rootsi 3591

Tabel 14. 10 kbige sagedasemat kohamérkséna
enne ja pérast segmenteerimist.

2.5.3.6. Ajamarksona

Lahteandmestikus on kokku 57 unikaalset ajamarksdna, sealjuures on iga dokumendiga
seotud 0 kuni 4 ajamarksdna. Keskmine ajamarksdnade arv Uhe dokumendi kohta on 0.1
standardhalbega 0.4. Kokku sisaldab vahemalt Uhte ajamarksdna 554 dokumenti, millest
suurem osa on seotud 1-2 marksdnaga. 3 ajamarksdna sisaldab umbes 30 dokumenti ning 4
marksdna 1 dokument. Ajamarksénade jaotusest dokumenditi annab Ulevaate Joonis 23.

o Ajamarksona (L= 0.1, 0 = 0.4) Ajamarksona (U= 0.1, 0 = 0.4)
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Méarksdnade arv Marksdnade arv dokumendi kohta
Joonis 23a Joonis 23b

Joonis 23. Ajamérksbnade esinemissagedused.

Unikaalsete ajamarksdnade sagedus enne segmenteerimist jaab valdavalt vahemikku 1-60,
valja arvatud kaks tugevalt halbivat erindit sagedustega 125 ja 126 (vt. joonis 24a).
Sealjuures jadb 75% ajamarksdna sagedus vahemikku 1-11 (vt. joonis 24b). Keskmine
ajamarksdna sagedus erindeid arvestades on on 13.3 standardhalbega 25.1 ning 9 erindi
eemaldamisel 4.6 standardhdlbega 4.5. Parast segmenteerimist jaab ajamarksdnade
sagedus vahemikku 1-10349 (vt. joonis 24c). Sealjuures jaab 75% ajamarksdnade sagedus
vahemikku 1-2000 (vt. joonis 24d). Parast segmenteerimist on keskmine ajamarksdnade
sagedus erindeid arvestades 1634.2 standardhalbega 2331.7 ning 7 erindi eemaldamisel
866.4 standardhalbega 991.9. Sageduste jaotusest enne ja parast segmenteerimist annab
Ulevaate joonis 24.
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Ajamarksona (4 = 13.3, 0 = 25.1)
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Joonis 24a. Pérast segmenteerimist (erinditega)

Ajamarksona (U = 1634.2, o = 2331.7)
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Joonis 24c. Pérast segmenteerimist (erinditega)

Ajamarksona (L = 4.6, 0 = 4.5, out = 9)
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Joonis 24b. Enne segmenteerimist (erinditeta)

Ajamarksona (L = 866.4, 0 = 991.9, out = 7)
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Joonis 24d. Pérast segmenteerimist (erinditeta)

Joonis 24. Ajamérksénade sagedusjaotused
enne ja pérast segmenteerimist.

Kdige populaarsem ajamarksona on “2000-ndad” olles seotud 126 erineva dokumendiga,
jargnevad “2010-ndad” 125 dokumendiga ning “21. saj. algus” 54 dokumendiga. Parast
segmenteerimist on kbige populaarsem kohamarksdna endiselt “2000-ndad” segmentide

arvuga 10 349, jargnevad
segmendiga.
segmenteerimist on esitatud tabelis 15.

“2010-ndad”

AjamarksOna

Enne segmenteerimist

1. 2000-ndad 126
2. 2010-ndad 125
3. 21. saj. algus 54
4. 20. saj. 50
5. 1990-ndad 50
6. 20. saj. 2. pool 41
7.1918-1940 32
8. 20. saj. 1. pool 30

Parast segmenteerimist

2000-ndad 10349
2010-ndad 8205
1940-ndad 8017
20. saj. 6546
21. saj. algus 6262
1990-ndad 5322
20. saj. 2. pool 5130
1918-1940 4638

8205 segmendiga ning “1940-ndad” 8017
10 kodige sagedasemat ajamarksdna koos sagedustega enne ja parast
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9. 1940-ndad 29 19. sa;. 3119
10. 19. saj. 22 20. saj. 1. pool 3079

Tabel 15. 10 kbige sagedasemat ajamérkséna
enne ja pérast segmenteerimist.

2.5.3.7. Vormimarksona

Lahteandmestikus on kokku 386 unikaalset vormimarksdna, sealjuures on iga dokumendiga
seotud 0 kuni 8 vormimarksdna. Keskmine vormimarksdénade arv Ghe dokumendi kohta on
1.6 standardhalbega 0.9. Kokku sisaldab vahemalt Uhte vormimarkséna 7028 dokumenti,
millest suurem osa on seotud 1-3 marksdnaga. 4 vormimarksdna sisaldab umbes 100
dokumenti, 5 vormimarkséna 30 dokumenti ning 6-8 vormimarksdnaga on seotud kokku
umbes 10 dokumenti. Vormimarksdnade jaotusest dokumenditi annab Ulevaate Joonis 25.

Vormimarksona (= 1.6, 0 = 0.9) Vormimarksona (u = 1.6, 0= 0.9)
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Joonis 25a Joonis 25b

Joonis 25. Vormimérksénade esinemissagedused.

Unikaalsete vormimarksdnade sagedus enne segmenteerimist jadb valdavalt vahemikku
1-360, valja arvatud viis tugevalt halbivat erindit sagedustega 609, 889, 1071, 1297 ja 2193
(vt. joonis 26a). Sealjuures jadb 75% vormimarksdna sagedus vahemikku 1-10 (vt. joonis
26b). Keskmine vormimarksdna sagedus erindeid arvestades on on 31.4 standardhalbega
154.7 ning 56 erindi eemaldamisel 4.4 standardhalbega 5.0. Parast segmenteerimist jaab
valdava osa vormimarksdnade sagedus vahemikku 1-45000 valja arvatud neli tugevalt
halbivat erindit sagedustega 68635, 74801, 79552 ja 179126 (vt. joonis 26c¢). Sealjuures
jadb  75% vormimarksdénade sagedus vahemikku 1-1000 (vt. joonis 26d). Parast
segmenteerimist on keskmine vormimarksonade sagedus erindeid arvestades 2585.1
standardhadlbega 12013.1 ning 59 erindi eemaldamisel 354.4 standardhadlbega 457.8.
Sageduste jaotusest enne ja parast segmenteerimist annab Ulevaate joonis 26.
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Vormimarkséna (4 = 31.4, 0 = 154.7) Vormimarksona (1 = 4.4, 0 = 5.0, out = 56)
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Joonis 26. Vormimérksénade sagedusjaotused
enne ja pérast segmenteerimist.

Kdige populaarsem vormimarksbna on “e-raamatud” olles seotud 2193 erineva
dokumendiga, jargnevad “vorguvaljaanded” 1297 dokumendiga ning “aruanded” 1071
dokumendiga. Parast segmenteerimist on kdige populaarsem vormimarksdna endiselt
“e-raamatud” segmentide arvuga 179 126, jargnevad “dissertatsioonid” 79 552 segmendiga
ning “vorguvaljaanded” 74801 segmendiga. 10 kbige sagedasemat vormimarksdna koos
sagedustega enne ja parast segmenteerimist on esitatud tabelis 16.

Vormimarksona

Enne segmenteerimist Parast segmenteerimist
1. e-raamatud 2193 e-raamatud 179126
2. vdrguviljaanded 1297 dissertatsioonid 79552
3. aruanded 1071 vBrguviljaanded 74801
4. v3rguviljaanded 889 aruanded 68635
5. dissertatsioonid 609 vOrguvaljaanded 44799
6. konverentsikogumikud 354 stenogrammid 38741
7. teatmikud 298 konverentsikogumikud 31878
8. juhendid 288 artiklikogumikud 30056
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9. kisiraamatud 282 kasiraamatud 28995

10. ilukirjandus 278 dppematerjalid 24106

Tabel 16. 10 kbige sagedasemat vormimérkséna
enne ja pédrast segmenteerimist.

2.5.4. Mudeldamisesse kaasatavad marksdnad

Kuna teatud marksénade MARC kirjetesse on kaasatud peale marksona termini ka muud
seonduvat infot - naiteks isikumarksdnade puhul muuhulgas ka slinni- ja surmaaastad, siis
tuleks kogu see info protsessi automatiseerimiseks koos vastava markséna pohisisuga ka
margendisse kodeerida, et hiljem oleks voéimalik ennustatud margendi korrektne MARC kirje
reprodutseerida. Kuna EMS-ile mittetuginevate marksdnade kirjapiltides vdib esineda aga
teatud maaral variatiivsust, siis tdhendaks nende kaasamine taiendavat lisatood. Naiteks
voib isiku slinniaeg olla margitud nii “$aTamm, Jiri,$d1928-" kui ka “$aTamm, Jiri,$d1928-.”
- inimese jaoks siin margatavat erinevust ei ole ning tdenaoliselt ei teki isegi kahtlust, et viide
kaib sama isiku kohta. Arvuti silmis on tegemist aga kahe erineva persooniga, kuna kirjete
sumboljada pole 100% identne (teise kirje daatumi 16pus on punkt). Seega on mdistlik
prototlilibi mudelitesse kaasata Uksnes sellised marksénad, mis lisapuhastamist ega
uhildamist ei ndua: teemamarksdona (MARC ID-ga 650), kohamarkséna (MARC ID-ga 651),
ajamarksona (MARC ID-ga 653) ning vormimarksdna (MARC ID-ga 655).

2.5.5. EMSi valdkonnad

Kdik EMSi marksdnad on jagatud 48 suuremasse valdkonda. Kuna konkreetsete
marksdnade sagedused on tervikteoste 16ikes vaikesed, vdib marksdnade valdkondadega
sidumine ning konkreetse marksdéna asemel valdkonna ennustamine anda tulevikuks
kasulikku infot. Kuna parast valdkondadesse jagamist lletavad segmenteerimata andmetel
vajaliku lavendi peaaegu kdik valdkonnad (va. kohanimed), kaetakse suurem variatsioon
erinevaid tekste. Lisaks on koikidest EMSi marksdnadest margenditena kasutusel vaid
umbes viiendik - et tulevikus oleks vdimalik tekste margendada treeningandmestikus harva
vOi Uldse mitte esinevate margenditega, oleks kasulik uurida ka alternatiivseid (juhendamata
masindppe skoopi kuuluvaid) meetodeid - kui me suudame aga teksti x valdkonna
ennustada, siis aitab see vdimalike marksdnade hulka piirata ning seega Ulesande
lahendamisele sammu I&hemale astuda.

Treeningmaterjalis olevatel EMSi marksdnadel o6nnestus valdkondadega siduda 6613
marksdna ning 1390 marksdna jaid kodeeringuprobleemide téttu esialgu valdkondadega
sidumata. Iga valdkonnaga seotud treeningmaterjali dokumentide arv ning vastav osakaal on
toodud tabelis 16 ning kiire visuaalse Ulevaate saamiseks on valdkondadesse jagunevust
kujutatud joonisel 27. Siinkohal tuleb tdhele panna, et Gihe dokumendiga voib olla seotud ka
mitu erinevat valdkonda. Valdkondade jaotust uurides saame ka infot andmete kallutatusest:
tervelt 42.2% dokumenditest kuulub valdkonda “MAJANDUS. MAJANDUSTEADUS.
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RAHANDUS. KAUBANDUS”, mis tahendab, et tdenaoliselt on sellel andmestikul treenitud
mudel vbimeline edaspidi antud valdkonda kuuluvaid tekste paremini margendama Kkui
naiteks 2.9%-se osakaaluga “ZOLOOGIA” valdkonda kuuluvaid teoseid, kuna esimesel juhul
on esindatud suurem variatiivsus erinevaid dokumente, mis tahendab, et llesobitamise oht

on vaiksem.

EMSi valdkonnad

MAJANDUS . MAJANDUSTEADUS. RAHANDUS. KAUBAMDUS

ULOMOISTED

WALITSUS. HALDUS. KODANIKUKAITSE. TURVATEENISTUS

RIGIOPETUS. POLIITIKA

SOTSIOLOOGIA. SOTSIAALPSUHHOLOOGIA

HARIDUS. PEDAGOOGIKA

SOTSIAALPOLITIKA

TEADUS JA TEHNIKA. TEADUSKORRALDUS. TEADUSMETODOLOOGIA. KULTUUR

TOOTINGIMUSED. TOOHDIVE. AMETID

MEDITSIIN. BIOKEEMIA, ANATOOMIA. FUSIOLOOGIA. FARMAKOLOOGIA. KOSMEETIKA

QlGus

DEMOGRAAFIA. STATISTIKA

LOODUSKAITSE. KESKKONNAKAITSE. KESKKONMNATEHMIKA

PSUHHOLOOGIA

AJALUGU. ARHEOLOOGIA

POLLUMAJANDUS. AIANDUS. LOOMAKASVATUS. VETERINAARIA
ETNOLOOGIA. KULTUURIANTROPOLOOGIA

BIOLOOGIA. MIKROBIOLOOGIA. GENEETIKA. ANTROPOLOOGIA
AJAKIRJANDUS . KOMMUNIKATS IOON. MEEDIA. REKLAAM
KEELETEADUS. KEELED

EHITUS. SANITAARTEHMIKA

FILOSOOFIA. EETIKA. SEMIOOTIKA

KUNST. ARHITEKTUUR

KODUMAJANDUS. TOIDUAINETETOOSTUS. TOITLUSTUS. OLME
KIRJANDUSTEADUS. ILUKIRJANDUS. RAHVALUULE
INFOTEADUS. RAAMATUKOGUNDUS. MALUASUTUSED. KIRJASTAMINE. TRUKINDUS
GEOGRAAFIA. GEODEESIA. KARTOGRAAFIA

INFORMAATIKA. INFOTEHNOLOOGIA. AUTOMAATIKA
GEOLOOGIA. HUDROLOOGIA. KLIMATOLOOGIA

LIKLUS. TRANSPORT. SIDE

SOJANDUS. RELVAJOUD. SOJATEHNIKA

RELIGIOON. TEOLOOGIA. ESOTEERIKA

ELEKTROTEHNIKA. ELEKTROONIKA ENERGEETIKA

KEEMIA. KEEMIATOOSTUS

HARRASTUSED. VABA AEG

ZOOLOOGIA

MATEMAATIKA

FOUsIKA

MUUSIKA

BOTAANIKA

METSANDUS. JAHINDUS. KALANDUS. METSA- JA PUIDUTOOSTUS. TSELLULOOSI- JA
MASINAEHITUS. METALLITOOSTUS. METALLURGIA. MAENDUS
TEATER. TANTS

SPORT. KEHAKULTUUR

FOTOGRAAFIA. FILM. KINO

ASTROMOOMIA. ASTROFUUSIKA. KOSMOSEUURIMINE
KERGETOOSTUS. TEKSTILITOOSTUS. NAHA- JA JALATSITOOSTUS
KOHANIMED

a lll|IIIIIIIIIllllllll‘l‘llll‘ll‘
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Joonis 27. Iga EMS-i valdkonnaga seotud dokumentide arv.

EMSi valdkond

MAJANDUS. MAJANDUSTEADUS. RAHANDUS. KAUBANDUS
ULDMOISTED

VALITSUS. HALDUS. KODANIKUKAITSE. TURVATEENISTUS
RIIGIOPETUS. POLIITIKA

SOTSIOLOOGIA. SOTSIAALPSUHHOLOOGIA

HARIDUS. PEDAGOOGIKA

SOTSIAALPOLIITIKA

TEADUS JA TEHNIKA. TEADUSKORRALDUS.
TEADUSMETODOLOOGIA. KULTUUR

TOOTINGIMUSED. TOOHOIVE. AMETID

Dokumentide

arv

3237
2239
1944
1790
1790
1654
1582

1432
1413

2000

Dokumentide
osakaal

42.2%
29.2%
25.4%
23.3%
23.3%
21.6%
20.6%

18.7%
18.4%

3000
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MEDITSIIN. BIOKEEMIA. ANATOOMIA. FUSIOLOOGIA.
FARMAKOLOOGIA. KOSMEETIKA

OIGus
DEMOGRAAFIA. STATISTIKA

LOODUSKAITSE. KESKKONNAKAITSE.
KESKKONNATEHNIKA

PSUHHOLOOGIA
AJALUGU. ARHEOLOOGIA

POLLUMAJANDUS. AIANDUS. LOOMAKASVATUS.
VETERINAARIA

ETNOLOOGIA. KULTUURIANTROPOLOOGIA

BIOLOOGIA. MIKROBIOLOOGIA. GENEETIKA.
ANTROPOLOOGIA

AJAKIRJANDUS. KOMMUNIKATSIOON. MEEDIA. REKLAAM
KEELETEADUS. KEELED

EHITUS. SANITAARTEHNIKA

FILOSOOFIA. EETIKA. SEMIOOTIKA

KUNST. ARHITEKTUUR

KODUMAJANDUS. TOIDUAINETETOOSTUS. TOITLUSTUS.
OLME

KIRJANDUSTEADUS. ILUKIRJANDUS. RAHVALUULE

INFOTEADUS. RAAMATUKOGUNDUS. MALUASUTUSED.
KIRJASTAMINE. TRUKINDUS

GEOGRAAFIA. GEODEESIA. KARTOGRAAFIA
INFORMAATIKA. INFOTEHNOLOOGIA. AUTOMAATIKA
GEOLOOGIA. HUDROLOOGIA. KLIMATOLOOGIA
LIIKLUS. TRANSPORT. SIDE

SOJANDUS. RELVAJOUD. SOJATEHNIKA
RELIGIOON. TEOLOOGIA. ESOTEERIKA
ELEKTROTEHNIKA. ELEKTROONIKA. ENERGEETIKA
KEEMIA. KEEMIATOOSTUS

HARRASTUSED. VABA AEG

ZOOLOOGIA

MATEMAATIKA

FUUSIKA

MUUSIKA

BOTAANIKA

METSANDUS. JAHINDUS. KALANDUS. METSA- JA
PUIDUTOOSTUS. TSELLULOOSI- JA PABERITOOSTUS

1299
1206
1056

886
844
799

699
630

626
535
511
474
471
469

407
392

384
335
334
303
289
288
263
252
250
225
220
197
191
190
188

180

16.9%
15.7%
13.8%

11.6%
11.0%
10.4%

9.1%
8.2%

8.2%
7.0%
6.7%
6.2%
6.1%
6.1%

5.3%
5.1%

5.0%
4.4%
4.4%
4.0%
3.8%
3.8%
3.4%
3.3%
3.3%
2.9%
2.9%
2.6%
2.5%
2.5%
2.5%

2.3%
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MASINAEHITUS. METALLITOOSTUS. METALLURGIA.

MAENDUS 161
TEATER. TANTS 128
SPORT. KEHAKULTUUR 113
FOTOGRAAFIA. FILM. KINO 111
ASTRONOOMIA. ASTROFUUSIKA. KOSMOSEUURIMINE 70
KERGETOOSTUS. TEKSTILITOOSTUS. NAHA- JA

JALATSITOOSTUS 61
KOHANIMED 12

Tabel 17. Iga EMS-i valdkonnaga seotud dokumentide arv ning osakaal.

21%
1.7%
1.5%
1.4%
0.9%

0.8%
0.2%
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3. Marksbnastamise metoodikate valjatootamine

Kaesolevas peatukis antakse Ulevaade erinevatest marksdnastamise viisidest ning
pdhjendatakse konkreetsete metoodikate valikut.

3.1. Metoodikate jagunemine

Laias laastus saab véimalikud marksénastamise metoodikad jagada kaheks - juhendatud ja
juhendamata masinéppeks. Neist esimesel juhul kasutatakse masinéppemudeli treenimiseks
margendatud andmestikku. Mudeli treenimise kaigus &pib mudel etteantud margendust
kasutades ara andmete tunnused, mille jargi on kdige lihtsam eristada eri margendusega
dokumente. Juhendamata masindppe puhul ei ole mudelile margendust ette antud. Selle
asemel 6pib mudel andmeid lihtsalt olemasolevate tunnuste pdhjal mingil viisil grupeerima.
Kuna juhendatud masindpe annab enamasti paremaid tulemusi kui juhendamata masinépe,
kasutatakse margenduse olemasolul peamiselt just esimest metoodikat, mistdttu on see
lahenemine valitud ka antud probleemi lahendamiseks.

3.1.1. Juhendatud masindpe

Kaks peamist juhendatud masindppel pdhinevat klassifitseerimismudelit on logistiline
regressioon (logistic regression) ja tugivektormasin (support vector machine). Varasemate
kogemuste pdhjal annavad need kaks mudelit loomuliku keele klassifitseerimisel vordlemisi
sarnaseid tulemusi, kuid logistilise regressiooni tulemused on pisut paremad.

3.1.1.1. Logistiline regressioon

Logistiline regressioon on mudel, mis ennustab positiivse sindmuse toimumise tdendosust
ja selle muutumist sdltuvalt argumenttunnuse vaartuse muutumisest. Veel tapsemalt deldes
kasutatakse antud projektis binaarset logistilist regressiooni, mis eeldab, et uuritaval
tunnusel on kaks voimalikku vaartust. See tdhendab, et mudel oskab vastust ennustada
jah/ei kisimusele. Naiteks saab treenida mudeli, mis ennustab, kas mingi konkreetse
valjaandega on seotud margend “kalandus” voi mitte. Selleks, et ennustada iga véimalikku
margendit, treenitakse iga margendi jaoks, mille puhul on olemas piisavalt treeningandmeid,
eraldi mudel. Koik Uhe valjaandega seotud margendid saadakse seega koigi treenitud
mudelite ennustusi kombineerides.

3.1.1.2. Tugivektormasin

Tugivektormasin on mudel, mis Uritab vektorruumi paigutatud positiivsete ja negatiivsete
naidete eraldamiseks leida neid vdimalikult tapselt eristava eraldaja (joone, tasandi jne,
sOltuvalt naidete dimensioonist). Uue andmepunkti klassifitseerimisel leitakse seega
kdigepealt antud punkti asukoht vastavas ruumis ning klass maaratakse vastavalt sellele,
kummale poole eraldajat punkti asukoht jaab. Ehk kui meil on margend "kalandus", siis on
positiivseteks naideteks kdikide antud margendiga seotud dokumentide vektoresitused ning
negatiivseteks naideteks selliste dokumentide vektoresitused, mis antud margendit ei
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sisalda. Dokumentide vektoriteks teisendamine tahendab, et kdigepealt leitakse neile
olulised tunnused (tekstide puhul vdivad nendeks olla naiteks mingi margendiga seotud
dokumentide iseloomulikud sénad) ja iga tunnus kandub Ule vektorruumi (heks
dimensiooniks. Seega on iga tunnuse vaartus Uhtlasi vastava dimensiooni koordinaadiks.
Kuna sarnaselt binaarsele logistilisele regressioonile on ka siin klassifitseerijad binaarsed,
tuleb erinevate margendite leidmiseks samuti eelnevalt treenitud binaarsed klassifitseerijad
kombineerida.

3.1.1.3. Tehisnarvivorgud

Tehisnarvivorgud on koonds6na masindppe mudelitele, mis jaljendavad bioloogilise
narvivérgu arhitektuuri. Kuigi tehisnarvivorgud on viimasel ajal saavutanud suure
populaarsuse, moodustavad need siiski ainult Uhe osa koigist olemasolevatest
masindppemeetoditest. Tehisnarvivorkude hiljutine suur populaarsus on tingitud nende vaga
edukast rakendamisest probleemidele, mida klassikaliste masindppemeetoditega on raske
lahendada, peamiselt heli-, pildi- ja videotuvastuses, kuid ka masintdlkes ja muude loomuliku
keele to6tlusega seotud probleemide puhul.

Uks suuri takistusi tehisnarvivérkude kasutamisel on piisavalt suure treeningandmestiku
puudumine. Hea mudeli treenimiseks on sellele vaja ette anda tuhandeid naiteid Ghe
marksdna kohta. Minimaalselt vdiks treeningandmeid marksdna kohta olla vahemalt
mdnisada, kuid seda on siiski kordades rohkem kui enamike marksdnade jaoks on saadaval,
mis on ka pdhjus, miks antud projektis tehisnarvivorke ei kasutata.

3.2. Tunnused

Masindppemudeli ennustamise tulemused soéltuvad ka mudelile etteantud tunnustest,
mistdttu tuleb neid valida hoolikalt. Selleks treenitakse mudelid erinevaid tunnuseid voi
nende kombinatsioone kasutades ning valitakse tulemusi hinnates parim variant. Loomuliku
keele todtluse Ulesannete puhul vdib tunnustena kasutada nii toorteksti, selle derivaate
(tekstist tuletatavat morfoloogilist infot) kui ka tekstiga seotud metaandmeid. Mudeldamisel
tuleb aga silmas pidada, et kdiki mudeli treenimiseks kasutatud tunnuseid peab olema
vdimalik kasutada ka mudeli rakendamisel. See tdhendab, et kui kasutaksime mudeli
ehitamisel lisatunnustena naiteks metaandmetest saadavat teose autorit, “Agatha Christie”,
mis aitab mudelil kiiresti aru saada, et tegemist on tdendoliselt kriminaalromaaniga, siis tuleb
sama info margendajasse sisestada ka mudeli kasutamisel. Kuna teoste
margendamisprotsess toimub aga tihti samal ajal kui teose metaandmete eraldamine, ei saa
eeldada, et vastav info margendamise ajahetkel masinloetaval kujul olemas oleks. Seega on
antud projekti raames madistlikum piirduda teose teksti ning sellest otseselt tuletatava infoga.
Projekti raames testitavad tunnused/ tunnuste kombinatsioonid on jargmised: Uksustatud
tavatekst, lemmad, ning lemmad + sdnaliigid (part-of-speech tags). Pdgusa ulevaate igast
tunnusest ning vastava tunnuse mudeldamisesse kaasamise pdhjusest annab tabel 18.

Tunnus Kirjeldus Ndide Kaasamise pohjendus

Tavatekst  Tekst td6tlemata kujul. Kui Arno isaga Kaige kiirem ja lihtsam viis tulemusi
koolimajja joudis, saada, sest vorreldes teiste
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Uksustatud Tekstis esinevad iiksused

tekst (sbnad, kirjavahemargid ja
muud sumbolid) on
eraldatud tuhikuga.

Lemmad Tekst on Uksustatud ja kdik
tekstis esinevad sénad on
viidud algvormi.

Sonaliigid Tekstis esinevate sénade
sdnaliigid.

olid tunnid juba
alanud.

Kui Arno isaga
koolimajja jéudis ,
olid tunnid juba
alanud .

kui Arno isa
koolimaja jdudma
, olema tund juba
algama .

tunnustega pole andmetele vaja teha
eraldi eelt6dtlust; annab esmase
ettekujutuse, mida Uldse tulemustest
oodata vaiks.

Teatud juhtudel vdib séna
esinemisvorm sisaldada samuti
vajalikku infot, kuid vdrreldes
tootlemata tavatekstiga on eeliseks
kirjavahemarkide sdnadest eristamine.

Tavateksti kasutamise miinuseks on
see, et Uhe ja sama sbna erinevaid
vorme kasitletakse eraldi tunnustena
(naiteks kui tekstis esinevad sénad
“kalandus”, “kalanduse”, “kalandust”,
siis neid koiki kasitletakse eraldi
tunnustena, kuigi tegemist on sama
sbna eri vormidega). Tulemuseks on
vaga pikad ja horedad tunnuste
vektorid (eriti morfoloogiliselt rikaste
keelte puhul), mille pealt mudel ei
suuda piisavalt tldistama 6ppida.
Tekstide lemmatiseerimine lahendab
selle probleemi.

DI[JH S SV ZV S Séltuvalt teksti zanrist on sonaliikide

DA|VZ

(Vaata simbolite
tahendust siit.)

esinemissagedustes erinevusi ning
see info voib kasuks tulla ka teemade
tuvastamisel.

Tabel 18. Mudeldamisel kasutatavad tunnused.
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4. Marksdonastamise metoodikate valideerimine

Kaesolevas peatlkis kirjeldatakse, milliseid katseid marksdnastamise metoodikate
valideerimiseks tehti ning millistele tulemustele nende kaigus jouti.

4.1 Mudelite valideerimise metoodika

Marksénastamise mudeleid on vdimalik hinnata:

1. Margendipohiselt - tulemuste valideerimiseks jagatakse iga ennustusmudeli
andmestik treening- ja testandmestikuks, treeningandmestiku peal treenitakse
vastava marksdna binaarne ennustusmudel ning testandmestiku peal hinnatakse
selle sooritust. L&pptulem saadakse kdikide individuaalsete mudelite skooride
keskmise leidmise teel.

2. Naitepohiselt - tulemuste valideerimiseks jagatakse kdik unikaalsed dokumendid
treening- ja testandmestikuks, treeningandmestiku peal treenitakse margendite
ennustusmudelid, mudeli sooritust hinnatakse kdigi testandmestiku dokumentide peal
ning 18pptulemiks on mudeli keskmine ennustustulemus kdikidel testandmestiku
dokumenditel.

Kuna antud juhul tdhendaks naitepbdhise valideerimise rakendamine ennustusmudelite
naidete olulist vdhenemist, mis omakorda tingiks ndrgema Uldistusvbéimega halvemad
mudelid, on valideerimiseks mdistlik kasutada margendipdhist valideerimismetoodikat.

Margendipbhise valideerimismetoodika t6évoog on jargnev: olgu k kéikide margendiga M
seotud unikaalsete taistekstiliste dokumentide arv ning / kdikide unikaalsete taistekstiliste
dokumentide arv, mis margendiga M seotud ei ole. Kdik andmestiku dokumendid
segmenteeritakse, mille jarel tekib margendiga M seotud k-st dokumendist n segmenti ning
margendiga M mitteseotud /-st dokumendist m segmenti. Kuna antud juhul on m alati
suurem kui n (sest iga margendiga seotud dokumentide arv on vaiksem kui margendiga
mitteseotud dokumentide arv), siis valitakse m negatiivse segmendi hulgast juhuslik
alamhulk suurusega n. Nii oleme saanud marksdna M mudeli treenimise andmete hulga
suurusega 2n, millest omakorda valitakse juhuslikud alamhulgad treenimiseks,
valideerimiseks ja testimiseks, vastavalt suurustega 1.2n (60%), 0.4n (20%) ja 0.4n (20%).
Treeningandmete peal treenitakse ennustusmudel, valideerimisandmeid kasutatakse
mudelite parameetritele optimaalsete vaartuste leidmiseks ning testandmete peal hinnatakse
marksdna M ennustusmudeli tulemusi (vt. joonis 28).

Loplik tulemus leitakse koikide marksdnade individuaalsete binaarsete mudelite tulemuste
keskmise arvutamise teel (vt. joonis 29).
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Joonis 28. Mérkséna M mudeli treening-, valideerimis- ning testandmestiku koostamise t66voog.
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Skoor x = (Skoor 1 + ... + Skoor n)/n

Joonis 29. Kbiki marksénu kaasava mudeli hindamine.

4.2. Mudelid

Jargnevas sektsioonis anallilsitakse eelnevas peatikis kirjeldatud tunnuseid véi nende
kombinatsioonide kasutades treenitud mudeleid. NB! Siin ja edaspidi kasutatakse séna
“‘mudel” samade tunnuste ning parameetrite alusel treenitud binaarsete klassifitseerijate
kombinatsiooni kohta. See tahendab, et iga nd. mudel sisaldab omakorda n (n =
marksdnade arv) binaarset alamudelit (vt. ka peatliikk 3.1.1.1. Logistiline regressioon). Kuna
erinevaid marksénu on voimalik tilbi alusel kategoriseerida, on voéimalik ka iga suurema
mudeli alla koondatud marksdnade klassifitseerijad vastavatesse gruppidesse kombineerida
ning tulemusi ka kitsamates kategooriates hinnata. Kdikidel treenitud mudelitel on
klassifitseerimiseks kasutatud logistilist regressiooni. Tabel 19 annab Ulevaate iga mudeli
jaoks kasutatud tunnustest, ennustatavate marksdnade tldpidest ning mudeli tulemustest
klassikaliste masindppe mudelite hindamise mdddikute - tapsuse, saagise ja F1-skoori
pohjal. Minimaalne naidete arv valjendab seatud piirmaara iga ennustatava margendi jaoks
vajaliku naidete arvu kohta ja margendajate arv antud mudeliga ennustatavate marksdnade
arvu (seotud minimaalse naidete arvuga - mida madalam lavend seada, seda rohkem
marksénu on vdimalik ennustada, kuid samas langeb jalle mudeli keskmine
sooritustulemus). Lisaks Uldistele mudeli ennustustulemustele (toodud tabelis 19), on iga
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mudeli anallusis kirjeldatud ka tehniliste mdddikute tulemused erinevate margenditlitipide
I6ikes eraldiseisvalt. Kuigi otsustasime arendatavast prototlubist valja jatta isiku-, kollektiivi-,
ning ajutise kollektiivi v6i slindmuse margendid (vt. peatlikk 2.5.4. Mudeldamisesse
kaasatavad marksdnad), on kirjelduses valja toodud siiski ka nende marksdnade tulemused.

Margendid Tunnused Min Margendajate = Tapsus Saagis F1-skoor
naidete arv
arv
1.  Koik Tavatekst 50 7915 0.98 0.83 0.90
2. Koik Lemmad 50 7915 0.98 0.85 0.91
3. Kok Lemmad; 50 7915 0.98 0.86 0.92
sonaliigid
4. EMSI Lemmad, 100 48 0.83 0.79 0.82

kategooriad = sénaliigid

Tabel 19. Treenitud mudelite parameetrid ja tulemused

Lisaks marksdnu ennustavatele mudelitele, treenisime mudeli ka EMSi kategooriate
ennustamiseks, kuid kuna mudeli tulemused on marksénu ennustavate mudelite omadest
ndrgemad (eriti tApsuse osas, vt. tabel 19) ning mudeli kasuteguri hindamiseks oleks vaja
tdiendavat anallitsi ja selle pdhjal sooritatud eksperimente*, mis ei mahu enam projekti
skoopi, siis loetakse see anallils |16petatuks.

* Naiteks tekstist sagedasemate iseloomulike sdnade leidmine ning nende tekstiga seotud EMSi kategooriate alla
kuuluvate marksénadega vordlemine.

Mudel 1

Mudel 1 on treenitud liksustatud tavateksti peal ennustamaks kdiki marksénu minimaalse
naidete arvuga 50. Kokku Uletas ndutud lavendi 7915 marksdéna ning mudeli keskmine
tapsus on 0.98, saagis 0.83 ning F1-skoor 0.90. EritGlpi marksdnu ennustavate mudelite
tulemused leiab tabelist 20.

Kdige tapsemini ennustab mudel teemamarksonu (tadpsus 0.98), jargnevad kohamarksona,
kollektiivi nime marksdna ja ajutise kollektiivi vdi sindmuse nime marksdna tapsusega 0.97
Ajamarksodna tapsus on 0.96 ning vormi- ja isikunime markséna oma 0.95.

Kdige parem saagise skoor on isikunime marksdnu ennustaval mudelil (0.86), jargnevad
kollektiivi nime marksdnade mudel saagisega 0.85, aja- ja vormimarksdnu ennustav mudel
saagisega 0.84, teema- ja kohamarksdnade mudelid saagisega 0.83 ning ajutise kollektiivi
voi sindmuse nime markséna mudel saagisega 0.81.
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Parim F1-skoor on kollektiivi nime marksénana ennustaval mudelil (0.91), jargnevad aja-,
teema- ja isikunime marksdnade mudelid skooriga 0.90, koha- ja vormimarksénade mudelid
skooriga 0.89 ning ajutise kollektiivi vdi sundmuse nime marksdnade mudel skooriga 0.88.

Marc ID Margend Margendajate Tapsus Saagis F1-skoor
arv
1. 600 Isik 300 0.95 0.86 0.90
2. 610 Kollektiiv 368 0.97 0.85 0.91
3. 611 Ajutine 68 0.97 0.81 0.88
kollektiiv
vOi
stindmus
4. 650 Teema 6470 0.98 0.83 0.90
5. 651 Koht 325 0.97 0.83 0.89
6. 653 Aeg 54 0.96 0.84 0.90
7. 655 Vorm 310 0.95 0.84 0.89

Tabel 20. Tavateksti pealt treenitud mudeli eritiilipi mérksénade
mudelite keskmised tulemused.

Mudel 2

Mudel 2 on treenitud lemmatiseeritud teksti peal ennustamaks kdiki marksénu minimaalse
naidete arvuga 50. Kokku Uletas néutud lavendi 7915 marksdéna ning mudeli keskmine
tapsus on 0.98, saagis 0.85 ning F1-skoor 0.91. Erituupi marksdnu ennustavate mudelite
tulemused leiab tabelist 21.

Kdige tapsemini ennustab mudel teema-, koha-, aja- ja kollektiivi nime marksénu (tapsus
0.98), jargnevad isikunime- ja ajutise kollektiivi vdi sindmuse nime marksdna tapsusega
0.97 ning vormimarksdna tapsusega 0.96.

Kdige parem saagise skoor on ajamarksénu ennustaval mudelil (0.87), jargnevad teema-,
vormi- ja Kollektiivi nime marksénade mudelid saagisega 0.85, koha- ja isikunime
marksdnade mudelid saagisega 0.84 ning ajutise kollektiivi vdi sindmuse nime marksénade
mudel saagisega 0.82.

Parim F1-skoor on ajamarksdnu ennustaval mudelil (0.92), jargevad teema- ja kollektiivi

nime marksdnade mudelid skooriga 0.91, vormi-, isikunime- ja kohamarksénade mudelid
skooriga 0.90 ning ajutise kollektiivi vdi sundmuse nime marksdna mudel skooriga 0.89.
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Marc ID Margend Margendajate Tapsus Saagis F1-skoor

arv

1. 600 Isik 300 0.97 0.84 0.90
2. 610 Kollektiiv 368 0.98 0.85 0.91
3. 611 Ajutine 68 0.97 0.82 0.89

kollektiiv

vOi

stiindmus
4. 650 Teema 6470 0.98 0.85 0.91
5. 651 Koht 325 0.98 0.84 0.90
6. 653 Aeg 54 0.98 0.87 0.92
7. 655 Vorm 310 0.96 0.85 0.90

Tabel 21 Lemmatiseeritud teksti pealt treenitud mudeli eritiilipi médrksénade
mudelite keskmised tulemused.

Mudel 3

Mudel 3 on treenitud lemmatiseeritud teksti ning soénaliikide peal ennustamaks kaiki
marksdnu minimaalse naidete arvuga 50. Kokku Uletas ndutud lavendi 7915 marksdna ning
mudeli keskmine tapsus on 0.98, saagis 0.86 ning F1-skoor 0.92. Eritidpi marksonu
ennustavate mudelite tulemused leiab tabelist 22.

Kdige tapsemini ennustab mudel teema-, koha- ja kollektiivi nime marksdnu (tapsus 0.98),
jargnevad isikunime-, aja- ja ajutise kollektiivi véi sindmuse nime marksona tapsusega 0.97
ning vormimarkséna tapsusega 0.96.

Kdige parem saagise skoor on ajamarksénu ennustaval mudelil (0.87), jargnevad teema-,
koha-, vormi- ja kollektiivi nime marksénade mudelid saagisega 0.86, isikunime marksdna
mudel saagisega 0.84 ning ajutise kollektiivi vi suindmuse nime marksdéna mudel saagisega
0.83.

Parim F1-skoor on teema-, koha-, aja ning kollektiivi marksénu ennustaval mudelil (0.92),
jargevad vormimarksdna mudel skooriga 0.91, isikumarksdna mudel skooriga 0.90 ja ajutise
kollektiivi vbi sundmuse marksdna mudel skooriga 0.89.

Marc ID Margend Margendajate Tapsus Saagis F1-skoor

arv
1. 600 Isik 300 0.97 0.84 0.90
2. 610 Kollektiiv 368 0.98 0.86 0.92
3. 611 Ajutine 68 0.97 0.83 0.89
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kollektiiv

VOi

sindmus
4. 650 Teema 6470 0.98 0.86 0.92
5. 651 Koht 325 0.98 0.86 0.92
6. 653 Aeg 54 0.97 0.87 0.92
7. 655 Vorm 310 0.96 0.86 0.91

Tabel 22. Lemmade ja sénaliikide pealt treenitud mudeli
eritlitipi mérksénade mudelite keskmised tulemused.

4 .1.1. Prototuubis kasutatav mudel

Naeme, et mudelite tulemused ei erine kuigi palju: nii Uksustatud tavateksti, lemmade kui ka
lemmade ja sOnaliikide kombinatsioone kasutavate mudelite tapsus on 0.98, kdige
madalama saagisega (0.83) on Uksustatud tavateksti pealt treenitud mudel, sellele jargneb
lemmade pealt treenitud mudel (saagisega 0.85) ning parimaid tulemusi annab lemmade ja
sonaliikide kombinatsioone kasutav mudel (saagisega 0.86). Kuna F1-skoor tuleneb otseselt
tapsuse ja saagise kombinatsioonist ning kdikide treenitud mudelite tapsus on vordne, piisab
siinkohal saagise anallusist.

Lisaks uldtabelis (tabel 19) toodud Uldskooridele on mudeli valimisel kasulik vaadata
tulemusi ka relevantsete marksénade alamudelite I6ikes (teema-, koha-, aja-, ning
vormimargendid). Ka siin ei erine tulemused palju: tavatekstil treenitud mudeli vastavate
margendite tapsused jaadvad vahemikku 0.95-0.98, saagised vahemikku 0.83-0.84.
Lemmade pealt treenitud mudelite tapsused on vahemikus 0.96-0.98 ja saagised vahemikus
0.84-0.87 ning lemmade ja sonaliikide kombinatsioonide peal treenitud mudelite tapsused
vahemikus 0.96-0.98 ning saagised vahemikus 0.86-0.87. Kuigi tabeleid 21 ja 22 vorreldes
naeme, et lemmade pealt treenitud mudeli relevantsete margendite ennustamise tapsus on
isegi natuke parem kui lemmasid sonaliikidega kombineeriva oma, on viimane paremate
tulemustega saagise osas. Kuna antud Ulesande juures on oluline maksimeerida pigem
saagist (kasutajale pakutakse rohkem margendeid), siis saadud tulemuste pd&hjal on
soovitatav eelistada lemmade ning sdnaliikide kombinatsioone kasutades treenitud mudelit
(Mudel 3).

Siinkohal tuleks aga silmas pidada, et kasutegur morfoloogilise info mudelisse kaasamisest
on soltuv keelest - kuna valdav osa prototiibi mudeli jaoks kasutatud treeningandmestikust
oli eestikeelne ning eesti keel on morfoloogiliselt killalt rikas, siis aitab tekstide
lemmatiseerimine tdsta ka mudeli tulemusi. Morfoloogiliselt vaeste keelte puhul (nt. inglise)
morfoloogilise info mudeldamissesse kaasamine aga tulemusi margatavalt tdsta ei pruugi.
Kuna iga teksti margendamisel tdstab tekstist morfoloogilise info eraldamine teatud maaral
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ka margendamiseks kuluvat aega (vt. peatikk 5.2. Organisatsioonilised mdddikud), siis
tasub seda tulevikus uute mudelite treenimisel arvesse vétta.

4.2. Optimaalsed vaikevaartused

Kaesoleva peatliki eesmargiks on treenitud mudeli tulemuste anallisimisel valja selgitada
margendamisel kasutatavate parameetrite vaikevaartused.

4.2.1. Segmentide arv

Selle peatiiki eesmargiks on valja selgitada optimaalne segmentide arv teoste
margendamiseks ning teha kindlaks, kas see jaab teose mahust soltumata konstantseks voi
muutub dinaamiliselt koos teose mahu suurenemisega.

Kui margendada tuleb 500-lehekiljeline raamat, ei ole terve teose margendajale edastamine
tdenaoliselt vajalik, kuna a) mida mahukam teos (suurem segmentide arv) margendajale
edastada, seda aeglasem on kogu margendamisprotsess ja b) teatud mahust alates
margendaja tulemused stabiliseeruvad vdi muutuvad koguni halvemaks (pakutakse rohkem
irrelevantseid margendeid). Et kindlaks teha, kui suur maht (mitu segmenti) teosest
margendajale saata tuleks, vaatleme, kuidas muutuvad mudelite tehniliste mdddikute
skoorid segmentide arvu kasvamise ja mitme segmendi kaasamisel jéuavad need
maksimumvaartusteni. Kuna erinevate teoste segmentide arv varieerub palju (Uhest pea
kahe tuhandeni), siis on tadpsema Ulevaate saamiseks mdistlik katseseeriasse kaasatud
teosed eelnevalt segmentide arvu alusel grupeerida.

Jagame teosed mahu alusel 5 gruppi piiridega 10-49 lehekllge (Grupp 1), 50-99 lehekllge
(Grupp 2), 100-299 lehekiilge (Grupp 3), 300-400 lehekilge (Grupp 4), ning 500 ja rohkem
lehekilge (Grupp 5). Seejarel valime iga grupi jaoks vélja 10 juhuslikku teost ning
anallidsime iga teose n,,;, * segmenti.

* n,.; - gruppi kuuluva kdige lihema teose segmentide arv, vastavalt 15, 50, 100, 300 ja 500.

Et kindlaks teha, millisele mdddikule optimaalse segmentide arvu valja selgitamisel enim
keskenduma peaks, uurime kdigepealt, kui palju margendeid erinevate segmentide arvude
puhul keskmiselt ennustatakse. Kui ennustatud margendite arvud kasvavad Kkiiresti, tuleks
suuremat tahelepanu pdodrata tapsusele, kui margendeid on aga pigem vahe, siis saagisele.
Kuna mitme segmendi analllsimisel on vdimalik margendid esinemissageduste alusel
jarjestada®, uurime lisaks, kuidas muutub ennustatud margendite hulk erinevate
sageduslavendite puhul.

* Kui margend m7 on 100-st anallusitud segmendist seotud ainult Uhe dokumendiga, on tema digsuse
tdéendosus tunduvalt vaiksem kui naiteks 47 segmendiga seotud margendil m2.

Tabelist 23 ndeme, et 10 segmendi puhul ennustatakse keskmiselt 19 margendit, 20
segmendi puhul 28 margendit ning iga jargmise 10 segmendi lisamisel kasvab ennustatud
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margendite hulk 2-6 vorra. Naeme, et ainult 20% lavendi puhul (margend peab esinema
20%-s anallusitud segmendis) kahaneb margendite hulk 10 segmendi puhul poole varra
ning suuremate segmentide arvude puhul veel rohkem. 100%-se lavendi puhul (margend
peab esinema koikides ennustatud segmentides) Uletab selle 10 segmendi analtusil
keskmiselt 1 margend ning kérgema segmentide arvu puhul mitte Gkski.

Keskmiselt ennustatud margendeid

Segmentide Lavend Lavend Lavend Lavend Liavend Lavend

arv puudub 20% 40% 60% 80% 100%
10 19 10 7 5 3 1
20 28 9 7 4 2 0
30 34 8 6 4 2 0
40 39 8 6 4 2 0
50 43 8 6 4 2 0
60 47 7 5 4 2 0
70 50 7 5 3 2 0
80 53 7 5 3 2 0
90 56 7 5 3 1 0

100 58 7 5 3 1 0

Tabel 23: Keskmiselt ennustatud mérgendite arv séltuvalt anallilisi
kaasatud segmentide arvust ja seatud ldvendist.

Kuna ndeme, et lavendite seadmisega on margendite arvu vdimalik tdhusalt vahendada,
seame eesmargiks véimalikult kdrge saagise saavutamise, kuna saagis valjendab, kui palju
tdeseid margendeid on ennustatud margendite hulka jdudnud. See tdhendab, et iga uue
ennustatud margendi lisamisel saab saagis jaada samaks vdi tdusta, aga mitte langeda.
Seega kui teoses on kokku naiteks 394 lehekiilge, aga saagis saavutab maksimumi parast
134 segmendi labi t6otamist, ei ole margendajal mbtet enam Ulejddnud 260 lehekilge
anallitisida, kuna stabiliseerunud maksimaalse saagise puhul saab teine oluline méddik -
tdpsus - jddda Uksnes samaks vdi muutuda halvemaks. See tdhendab, et kui saagis jéuab
madistliku arvu segmentide kaasamise jarel piisavalt hea tulemuseni, ei ole margendamisele
kaasatavate segmentide arvu leidmisel enam tapsuse anallids oluline, kuna maksimaalse
saagise korral leidub ennustatud margendite seas alamhulk ka maksimaalse tapsusega.

Vaatleme, mitme segmendi lisamisel jduab saagis erinevate gruppide |6ikes maksimumini ja
stabiliseerub (vt. tabel 24 ja joonised 30a-30e). Esimeses grupis jbuab saagis maksimumini
14 segmendi anallUsimise jarel, teises grupis 30 segmendi anallusimise jarel, kolmandas
grupis 39 segmendi analllsimise jarel, neljandas grupis 282 segmendi anallitsimise jarel
ning viiendas grupis 45 segmendi anallUusimise jarel. Naeme, et neljandas grupis kulub
saagise maksimeerimiseni teiste gruppidega vérreldes tunduvalt rohkem aega, aga siinkohal
tuleb tdhele panna, et eksperimenti kaasatud teoste puhul pole tdiendavat jaotusanallusi
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tehtud, mistottu on tdenaoliselt tegu monest erindist tuleneva kallutatusega ning tegelik
keskmine jaab ilmselt kolmanda ja viienda grupi vahele (vaartusega u. 42 segmenti).

Teose maht Analiiisitud 90%-ni Maksimumini  Maksimumi Maksimumi ja
segmentide joudmiseks kuluv  joudmiseks vaartus 90%-ni
arv segmentide arv kuluv joudmiseks
segmentide arv kuluvate
segmentide
vahe
10-49 Ik 15 10 14 92% 4
50-99 Ik 50 8 30 96% 22
100-299 Ik 100 4 39 97% 35
300-499 Ik 300 5 282 99% 277
500-... Ik 500 6 45 94% 39

Tabel 24. Saagise 90%-ni ja maksimumini joudmiseks kuluv segmentide arv ja omavaheline vordlus.

10-50 Ik 50-100 Ik
.  —————
0.90 o p ' "
085
0.80 08
il )
5 075 .
& 070 b
065 0.6
0.60
05
055
2 1 6 B 0 1 1 16 0 bt 2 0 0 50
Segmentide arv Segmentide arv
Joonis 30a. Grupp 1 Joonis 30b. Grupp 2
100-300 Ik 300-500 Ik
= 100 -
095 /_/"" T |J/.‘—'
0.90
0.90
® oss{ P
E" 085 E‘ 0.80
075
0380
0.70
075 065
. ; ) : . . 0.60 L ; . - ; . ;
0 20 40 60 80 100 0 50 100 150 200 250 300
Segmentide arv Segmentide arv
Joonis 30c. Grupp 3 Joonis 30d. Grupp 4
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500-... k

0.45

s

0.90

0E&s

Saagis

0&0

0.75

o 100 200 300 400 500
Segmentide arv

Joonis 30e. Grupp 5

Joonis 30. Saagise muutumine segmentide arvu kasvamisel erinevate teosemahtude l6ikes. Punane
(esimene) tépp téhistab 90%-ni jbudmist (joonisel natuke allapoole nihkes) ning roheline tdpp maksimumini
Jjéudmist.

Kuna uUhe segmendi lisamisega kaasnev todtlusaeg (teksti eraldamine + teksti kvaliteedi
valideerimine + morfoloogilise info eraldamine + margendamine) on 6 sekundit, mis 40
segmendi analUlUsimisel tdhendab 4 minutit, siis oleks kasulik uurida ka, millal muutub
saagise skoor uldjuhul piisavalt heaks, kuna mone saagise protsendi ohverdamine véib anda
margatava ajalise vdidu. Uurime, mitme segmendi lisamisel lUletab saagise skoor 90% piiri
(vt. joonised 30a-30e ja joonis 31). Esimese grupi saagis jdbuab 90%-ni parast 10 segmendi
lisamist, teise grupi oma parast 8 segmendi lisamist, kolmanda grupi oma parast 4 segmendi
lisamist, neljanda grupi oma parast 5 segmendi lisamist ning viienda grupi oma parast 6
segmendi lisamist. Kuna ndeme, et kdige kauem kulub 90% piirini jbudmiseks esimesel
grupil, kuhu kuuluvate teoste maht on kdige vaiksem, vbib arvata, et pdhjus on vaikesest
valimist tuleneval kallutatusel. Kill aga annab anallis infot, et kdigi gruppide saagis jduab
vahemalt 90%-ni ainult 10 segmendi kaasamisel.

Saagis 90%

o | P

. | | |

o | | ]

o | | B

- |
1 2 3 3 5 7 8 5w

B
Segmentide arv

Joonis 31. Mitme segmendi lisamisel jbuab saagis 90%-ni erineva mahuga teoste loikes.

Seega soovitame kaasatavate segmentide vaikevairtuseks seada 10, kuid anda
kasutajale véimaluse seda soovi korral muuta (siin peab kasutaja lihtsalt oskama arvestada
iga segmendi lisamisel kasvava margendamise ajakuluga). Kuna koigi gruppide saagised
Uletavad selle vaartuse puhul 90% piiri, ei ole mahu alusel eristamine vajalik.
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4.2.2. Margendite lavend

Selle peatiiki eesmargiks on analllsida, milline marksdnade lavend annab kindlaks
maaratud segmentide arvu juures kdige paremaid tulemusi. Selleks anallilisime, kuidas
muutuvad tapsus ja nii saagist kui tdpsust kaasav F1-skoor erinevatel l&venditel 1-50
kaasatud segmendi ulatuses. Joonisel 32 on kujutatud tépsuse soltuvus lavendist ja
kaasatud segmentide hulgast (mida heledam toon, seda parem skoor) ning joonisel 33 sama
info F1-skoori kohta. Naeme, et keskmiselt on tapsus kdige kérgem lavendite vahemikus
30%-60% ning muutub killalt stabiilseks juba 10 segmendi lisamisel. F1-skoori puhul jaadvad
parimad tulemused lavendivahemikku 20%-40%. Antud tulemuste po&hjal soovitame
vaikeldvendiks maarata 40%, mis aitab tagada voéimalikult suure tdpsuse ohverdamata
sealjuures oluliselt saagist. See tahendab, et 10 segmendi kaasamisel on keskmiseks
tagastatavate margendite arvuks 7 (vt. Ulal tabel 23). Siiski voiks kasutajale jaada ka lavendi
muutmise voimalus (kdrgema lavendi puhul tagastatakse vahem margendeid ning
madalama puhul rohkem).

Tapsus

Lavend
88 8B 5
22222 E
I
[=] [=]
[=2] [=]

1 3 5 7 9 11 13 15 17 19 21 23 25 27 29 31 33 35 37 39 41 43 45 47 49
Segmentide arv

Joonis 32: Margendaja tdpsus séltuvalt kaasatud segementide arvust ja seatud ldvendist.

Fl-skoor

_ -0.75

0.60

0.45

Lawend

5 7 9 11 13 15 17 19 21 23 25 27 29 31 33 35 37 39 41 43 45 47 49
Segmentide arv

Joonis 33: Mérgendaja F1-skoor séltuvalt kaasatud segementide arvust ja seatud ldvendist.
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Kokkuvatlikult saame optimaalseteks vaikevaartusteks:

Segmentide arv 10

Marksonade lavend 40%

4.2.3. Naited

Jargnevalt on toodud moéned juhuslikult valitud naited illustreerimaks mudeli tapsuse
muutumist lavendi suurendamisel. Kbéik naidetes olevad margendid on leitud 10 segmendi
analltsimisel.

Ennustatud margendite hulk = TP + FP
(6igesti ennustatud margendid ja valesti ennustatud margendid) *

Tegelike margendite hulk = TP + FN
(6igesti ennustatud margendid ja ennustamata jaetud 6iged margendid) *

* vt. ka peatiikki 5. Moddikute sisteem

Naide 1
Autor Teos Maht
Enn Pirrus  “Eestimaa suured kivid: suurte randrahnude lugu” 172 Ik
Lavend =0 Lavend = 0.4
TP 650 randrahnud 650 randrahnud
650 mineraloogia 650 mineraloogia
650 looduskivid 650 looduskivid
650 loodusmalestised 650 loodusmalestised
650 looduskaitse 650 looduskaitse
655 vorguvaljaanded 655 vdrguvaljaanded
651 Eesti
FP 650 kodulugu
650 matkamine
650 kivimid
FN 651 Eesti
TN 650 kodulugu
650 matkamine
650 kivimid
Tapsus 70% 100%
Saagis 100% 86%
F1-skoor 82% 92%
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Naeme, et lavendi puudumisel on kill ennustatud margendite hulgas kdik tegelikult teosega
seotud margendid (saagis=100%), kuid lisaks ka 3 margendit, mis algselt teosega seotud
pole: “kodulugu”, “matkamine” ja “kivimid”. Lavendi tostmisel 40%-ni kaovad koéik need
margendid ennustatute hulgast, kuid lisaks eemaldatakse ka korrektne margend “Eesti”.

Naide 2
Autor Teos Maht
Roosmarii Kurvits “Eesti ajalehtede valimus 1806-2005” 423 Ik
Livend =0 Liavend =0.4
TP 650 ajakirjandusajalugu 650 ajakirjandusajalugu
650 ajalehed 650 ajalehed
650 ajalehekujundus 650 ajalehekujundus
650 graafiline disain 650 graafiline disain
650 sisuanaliius 650 sisuanaliius
650 toimetamine 650 toimetamine
650 trikiajakirjandus 650 trikiajakirjandus
651 Eesti 651 Eesti
653 19. sa;. 653 19. sa;.
653 20. sa;.
655 dissertatsioonid
FP 650 ajakirjandus
650 ajakirjandusuuringud
650 ajalugu
650 faktid
650 sisuloome
650 tekstianalliis
650 tekstid
655 vdrguvaljaanded
FN 653 2000-ndad 653 20. sa;.
653 2000-ndad
655 dissertatsioonid
TN 650 ajakirjandus

Tapsus 58%
Saagis 92%

650 ajakirjandusuuringud
650 ajalugu

650 faktid

650 sisuloome

650 tekstianallils

650 tekstid

655 vérguvaljaanded

100%
75%
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F1-skoor

71%

86%

Naeme taaskord, et ilma lavendita on saagis kérge ning tegelikest teosega seotud
margenditest on ennustamata jddnud ainult Uks (ajamarkséna “2000-ndad”). Kill aga on ligi
pooled ennustatud margenditest (originaalmargenduse poéhjal) valed. Tostes lavendi 40%-ni,
kaovad ennustatud margendite seast taaskord valepositiivsed, kuid koos nendega ka tdesed
margendid “20. saj” ja “dissertatsioonid”.

Naide 3
Autor

Vello Kala

TP

FP

FN

TN
Tapsus
Saagis

F1-skoor

Teos

“Hudrograafia alused”

Lavend =0

650 hiidrograafia
655 korgkoolidpikud

650 flusika

650 satellitnavigatsiooniststeemid
650 sisehindamine

650 teadus- ja arendustegevus
650 tehnikateadused

650 tehnohooldus

650 t6dstusrobotid

655 artiklikogumikud

655 e-raamatud

655 juhendid

655 koolidpikud

655 kutsekoolidpikud

655 Ulesanded

13%
100%
23%

Maht
315 Ik

Lavend = 0.4

650 hiidrograafia
655 korgkoolidpikud

655 e-raamatud

67%
100%
80%

Ndeme taaskord eelmiste naidetega sarnast mustrit: l&vendi puudumisel on saagis kiill
maksimaalne, kuid seekord on ennustatud 15 margendist valepositiivseid kokku tervelt 13.
Lavendi 40%-ni tdstmisel vabanetakse aga peaaegu kdigist neist peale Uhe (“e-raamatud”).
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4.3. Marksdnade sageduse mdju mudelite ennustamise
edukusele

Et valdav osa mudelitest on treenitud taistekstide mottes vaga vaikese treeningandmestiku
peal, on maistlik uurida, kuidas treeningandmete arv mudelite ennustamise edukust mdjutab.
Tabelis 25 on toodud juhuslikult valitud mudelite keskmised néaitajad erinevate
marksdnadega seotud dokumentide arvu kohta. Dokumentide arvud veergudesse on vdetud
sagedusjaotuse kvartiilide jargi ning iga arvu kohta on valitud sada juhuslikku mudelit.
Tabelit vaadates on selge, et ainult Uhest valjaandest koosneva treeningandmestiku peal
treenitud mudelil puudub Uldistusvdime ning see Ulesobitub tugevalt ndhtud segmentidele,
mis valjendub madalas saagises. Samas juba vaikese véljaannete arvu suurenemisega
paraneb saagis oluliselt ning ka tapsus muutub paremaks.

Marksonaga seotud dokumentide 1 2 3 kuni4  rohkem kui 4
arv

Keskmine tapsus 0.899 0.959 0.978 0.965
Keskmine saagis 0.537 0.646 0.747 0.835
Keskmine f1 0.672 0.772 0.847 0.895

Tabel 25. Mérksénaga seotud dokumentide arvu méju ennustamise edukusele
(lemmad + sénaliigid)
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5. Moodikute susteem

Kaesolevas peatikis kirjeldatakse projekti tehnilisi ja organisatsioonilisi parameetreid ja

eesmarke, millega hinnatakse projekti edukust.

5.1. Tehnilised moodikud

Antud projekti tehnilisi tulemusi hinnatakse masindppe seisukohast klassikaliste moodikute
alusel, milleks on saagis (recall), tdpsus (precision) ja F1-skoor. Hindamine toimub
automaatselt ning selleks jagatakse andmestik kaheks, kus 80% andmeid kasutatakse
treenimiseks ning 20% valideerimiseks. Eelnimetatud tehniliste mdddikute definitsioonid ning

eesmargiks seatud tulemused leiab tabelist 26 (vt. ka joonis 34b).

Moodik Eesmark Selgitus

Tapsus 0.7

Saagis 0.8

F1-skoor 0.8
automaatselt.

Tabel 26. Tehnilised méodikud

Asjakohased elemendid
I 1

vaamegatiivsed tésinegatiivsed

Kui suur osa elementidest on
asjakohased?

tdsipositiivsed  vaarpositiivsed Tapsus =

leitud elemendid

Tapsus naitab, kui suure osa moodustavad digesti klassifitseeritud
(tosipositiivsed) margendid kdikide ennustatud margendite hulgast.

Saagis naitab, kui suure osa moodustavad digesti klassifitseeritud
(tosipositiivsed) margendid kdikide asjakohaste margendite hulgast.

F1 skoor on saagise ja tapsuse keskmine, mis arvutatakse

Kui suur osa asjakohastest
elementidest leiti dles?

Saagis = —
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Joonis 34a. Vdérnegatiivsed, tésinegatiivsed,

tésipositiivsed ja véérpositiivsed elemendid. Joonis 34b. Tépsus ja saagis.

Tehniliste méodikute probleemid

Vaatleme, milliseid margendeid ennustavad kaks erinevat mudelit teosest “Pdhja-Aasia -
Vaikse  Ookeani Divisjon” parinevale segmendile (vt. tabel 27). Teosega
treeningandmestikus seotud margendid on “adventistid” ja “misjon”. Mdlemad mudelid
ennustavad need marksonad korrektselt, kusjuures esimene mudel valjastabki ainult need
marksdnad tagades seega parima voimaliku tapsuse, saagise ning F1-skoori. Mudel 2
ennustab aga lisaks ka marksénad “usudpetus”, “eesti” ning “adventism”, mistdttu on mudeli
tapsus ning F1-skoor esimese mudeliga vorreldes margatavalt madalamad (vastavalt 0.4 ja
0.57). Ennustatud “valesid” margendeid analliisides ndeme aga, et semantiliselt ei erine
need palju teosega tegelikult seotud margenditest - “adventism” jagab korrektse margendiga
“adventistid” koguni sama tive. See tdhendab, et mudeli automaatselt arvutatavate tehniliste

mdddikute skoorid ei pruugi alati anda 16pliku Ulevaadet mudeli kvaliteedist.

Mudel 1 Mudel 2

adventistid TP TP
misjon TP TP
usubpetus TN FP
eesti TN FP
adventism TN FP
Tapsus 1.0 04
Saagis 1.0 1.0
F1-skoor 1.0 0.57

Tabel 27. Kahe erineva mudeli ennustustulemused

5.2. Organisatsioonilised mdadikud

See peatiikk keskendub organisatsioonilistele moddikutele, mille hindamine aitab kindlaks
teha projekti edukuse.

Projekti organisatsioonilised mdodikud koos vastavate vaartustega leiab tabelist 28.
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Mo6odik Manuaalselt Masinope

Kiirus: kui kaua vétab aega tihe =14 minutit 1-10 minutit sdltuvalt teose
teose marksdnastamine kasitsi mahust ning kaasatud

vs masindppe toega. segmentide arvust
Automaatse margendaja N/A 1-5 minutit (+ 1h koos
tooriista paigaldamise lihtsus: virtuaalmasina paigaldusega)
kui kaua vdtab paigaldamine

aega.

Automaatse margendaja N/A 1-5 minutit

tooriista uuendamise lihtsus:
kui kaua vdtab API
uuendamine aega.

Kui kaua vétab uue mudeli N/A 1 marksdna ennustava binaarse

treenimine aega. mudeli treenimine kuni 15 min
(s6ltuvalt treeningandmete
mahust);

Tabel 28. Organisatsioonilised tulemid.

Margendamise ajakulu

Kuna dokumendi automaatse margendamise ajakulu on lisaks otsesele margendamis-
protsessile (dokumendi margendamismudeliga analllsimisele) seotud ka erinevate
eeltddtlusprotsessidega ning on lisaks séltuv dokumendi mahust, on mdistlik uurida
erinevates etappides kuluvat aega ning konstantse ajahinnangu asemel kaasata
muutuvatest parameetritest tekkiv varieeruvus. Dokumentide margendamise pohietapid on
jargmised:

1) Dokumentide konverteerimine PDFiks (vajalik segmenteerimiseks);

2) Konverteeritud PDFi segmentideks tukeldamine;

3) kg tviee PDFi segmendist teksti eraldamine (k.. = eelnevalt kindlaks tehtud
optimaalne segmentide arv, v,, = varusse kaasatavate segmentide arv“);

4) Eraldatud tekstisegmentide automaatne kvaliteedianallus;

5) Kvaliteedianalliisi  labinud tekstisegmentidest morfoloogilise  informatsiooni
eraldamine (mida kasutatakse mudeli tunnustena);

6) Segmentide margendamine.

Margendamise ajakulu hindamiseks viisime labi 20 katset iga margendamise alamprotsessi
jaoks ning leidsime iga katseseeria keskmise. Iga alamprotsessi keskmine tulemus on
toodud tabelis 29.

4 Varusegmentide lisamine on vajalik, kuna erinevate eeltdétlus- ja valideerimisprotsesside kaigus
vdib osa segmentidest kasutuskdlbmatuks osutuda. See tahendab, et kui kasutaja valib
margendemiseks naiteks 10 segmenti, aga 4 neist ei labi kvaliteedikontrolli, saadetakse margendajale
ainult 6 segmenti, mis omakorda v&ib margendustulemusi negatiivselt mdjutada. Varu kaasamine
aitab tagada, et margendajale saadetakse I6puks sama arv segmente nagu kasutaja soovis.

65



Siimbol  Kirjeldus Vaartus ik

Leony Dokumendi PDFiks konverteerimisele kuluv aeg (lihe MB kohta) 78 s/MB
fseq PDFi segmenteerimisele kuluv aeg (ihe MB kohta) 1.4 s/MB
Lot Uhest segmendist teksti eraldamisele kuluv aeg 0.1 s
boal Eraldatud tekstisegmendi kasutatavuse valideerimiseks kuluv aeg 0.002 ]
oy Valideeritud tekstisegmendist morfoloogilise info eraldamisele 3.3 s
kuluv aeg
Lag Uhe segmendi margendamiseks kuluv aeg 2.5 s
S doc Dokumendi suurus X MB
kseq Margendamiseks kasutatavate segmentide arv y=10 seg
Vseg Varusse kaasatud segmentide arv z=5 seg
Dokumendittilibi konverteerimiskordaja (dokument on PDF) 0
b Dokumendittitibi konverteerimiskordaja (dokument pole PDF) 1

Tabel 29. Mérgendamise ajakulu parameetrid ja konstandid

Erinevaid alamprotsesse arvestades saame Ulhe dokumendi margendamiseks kuluva aja
valemi:

bdoc “Sdoc Leony T Sdoc tseg + (kseg + vSC’g) ’ ttext + (kseg + Vseg) ) tval + kseg ) tmorph + kseg ) ttag
Parast leitud konstantide asendamist jaab valemisse kolm parameetrit: dokumendi suurus
(S4c ), kaasatavate segmentide arv (k) ning varusse kaasatavate segmentide arv (v, ),
millest kasutaja jaoks olulisim on kaasatavate segmentide arv (dokumendi suuruse ning
varusse kaasatavate segmentide osas puudub kasutajal kontroll). Parast lihtsustamist
taandub valem jargnevale kujule:

1) Kui dokument on PDF (konverteerida pole vaja):

= 1.4'Sdoc+5.9'kseg+0-1 "Vseg

2) Kui dokument ei ole PDF (lisandub konverteerimiseks kuluv aeg):

1=79.4"5,, 5.9 keg + 0.1 Vg

See tdhendab, et Uhe segmendi lisamisel tduseb dokumendi margendamiseks kuluv aeg
umbes 6 sekundit. Méned naited margendamiseks kuluvast ajast sdéltuvalt dokumendi
suurusest, dokumendi tlubist, kaasatud pohi- ning varusegmentide arvust leiab tabelist 30.
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Dokumendi suurus 2 MB 1.7 MB

Dokumendi tiilip .pdf .epub
Kaasatud segmentide arv 10 10
Varusegmentide arv 5 5
Margendamiseks kuluv aeg 62.5s 194.7 s

7 MB
.pdf
20

5
128.5s

Tabel 30: M&rgendamise ajakulu séltuvalt dokumendi suurusest, tiiibist,

kaasatavate pbhi- ning varusegmentide arvust.
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6. Funktsionaalsed ja mittefunktsionaalsed nduded

Kaesolevas peatukis on kirjeldatud automaatse marksdnastaja siusteemi (edaspidi KRATT)
funktsionaalsed ja mittefunktsionaalsed nduded.

6.1. Funktsionaalsed nduded

Jargnevalt on toodud slsteemile esitatud funktsionaalsed nduded koos neile vastavate
peatukkide viidetega.

Noue Viide
3.1.11. KRATT peab automaatselt marksdnastama taisteksti |7.1. Ststeemi arhitektuuri
kirjeldus;
7.2. Méargendajate haldamine;
7.3. Margendajate rakendamine
3.1.1.2. KRATT peab omama veebipohist liidest 7.2. Margendajate haldamine;
7.3. Margendajate rakendamine
3.1.1.3. KRATT peab suutma tuvastada valjaande keele 7.1.2. Krati mooduli kirjeldus
3.1.1.3. KRATT peab suutma automaatselt marksénastada 7.1. Susteemi arhitektuuri
eestikeelseid valjaandeid kirjeldus;
7.1.2. Krati mooduli kirjeldus;
7.3. Margendajate rakendamine
3.1.1.4. KRATT peab olema nii programmeeritud, et oleks 7.1. Susteemi arhitektuuri
vdimalus liidestada teisi keeli (inglise, vene) kirjeldus;
7.1.1. TEXTA Toolkit-i mooduli
kirjeldus
3.1.1.5. KRATT peab eristama teema-, aja-, koha-, vormi- ja 2.5.4. Mudeldamisesse
zanrimarksénu kaasatavad marksénad
3.1.1.6. KRATT peab eristatama isikute ja organisatsioonide 2.5.4. Mudeldamisesse
nimesid ning kasutama neid vajadusel marksénadena |kaasatavad marksénad
3.1.1.7. KRATT peab kasutama marksdnastamiseks ainult 2.5.4. Mudeldamisesse
Eesti marksdnastikus (EMS) olevaid marksénu kaasatavad marksénad
(marksonastik on pidevas muutumises)
3.1.1.8. KRATT peab kasutama sisendiks taisteksti .epub, .pdf, [8.2. Toetatud failiformaadid ja
.html voi .txt formaadis, mis on kattesaadav labi URL'i |sisendi t66tlemine
3.1.1.9. KRATT peab kasutama sisendiks taisteksti .epub, .pdf, [8.2. Toetatud failiformaadid ja
.html v&i .txt formaadis, mis on Uleslaetav kohalikust sisendi tootlemine
arvutist veebilehitseja vahendusel
3.1.1.10. KRATT peab valjastama genereeritud asjakohased 7.3. Margendajate rakendamine
marksonad, mis iseloomustavad sisendiks olnud teksti
3.1.1.11. KRATT peab logima kdik p6érdumised 8.4. Logimine ja I6ppvaljund
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3.1.1.12,

KRATT peab voimaldama seadistada, kui mitu
marksdna valjaande kohta véljastatakse, millise
tapsusega marks6na maaratakse ning milliseid
marksdnu tuleb tlupjuhtudel valtida ja mida tuleb
kindlasti kasutada

4.2. Optimaalsed
vaikevaartused;

7.3. Margendajate rakendamine

tegevused (millistele teostele millised marksonad valja
pakuti ja millised omistati)

3.1.1.13. KRATT peab saatma loodud méarksdnad e-kataloogi 7.3. Margendajate rakendamine
ESTER bibliokirjetesse (kirjete uuendamine toimub kas
I&bi Sierra REST API véi MARC21 kirjete Ulelaadimise
teel.)

3.1.1.14. KRATT peab omama APIt, mis on liidestatav muude 8. API ja integratsioonide
maluasutuste slisteemidega (nt AIS, MUIS, RIKS) anallusid

3.1.1.14.1. 8.2. Toetatud failiformaadid ja
Sisendiks URL, millelt paritakse taisteksti sisendi t66tlemine

3.1.1.14.2. |Valjundiks marksénad JSON vormingus 8.4. Logimine ja I6ppvaljund

3.1.1.15. KRATT peab teadmusbaasi loomiseks ja/voi 7.2. Margendajate haldamine;
Opetamiseks omama avalikku veebipdhist liidest 7.3. Margendajate rakendamine

3.1.1.16. KRATT peab tuvastama kasutaja TARA teenuse kaudu [8.1. Kasutajate autentimine
(https://e-gov.github.io/TARA-Doku/)

3.1.1.17. KRATT peab vdimaldada eristada vahemalt kahte rolli: {8.1. Kasutajate autentimine
RR tdo6taja ja treenija (crowdsourcing’u teostaja)

3.1.1.18. KRATT peab véimaldama RR tdétajal t66 tulemust 6.3. Margendajate rakendamine
valideerida (rakendus pakub valja marksonad, téotaja
kinnitab tulemuse)

3.1.1.19. KRATT peab pakkuma marksonu vastavalt 8.3. Margendite parimine ja
véljatdotatud metoodikale, kasutaja valib vélja tagasiside
sobivaimad marksonad - toimub rakenduse dpetamine;

3.1.1.20. KRATT peab logima kdik marksdnadega seotud

8.4. Logimine ja |6ppvaljund

6.2. Mittefunktsionaalsed nduded

Jargnevalt on toodud susteemile esitatud mittefunktsionaalsed nduded koos neile vastavate
peatuikkide viidetega.

spetsifikatsioonile prognoosiga viieks (5) aastaks.

Noue Viide
3.1.21. Soovituslik on jargida RMIT dldiseid Noéue kinnitati 21.11.2019
mittefunktsionaalseid ja tehnilisi néudeid, koosoleku protokolliga.
korvalekalded on lubatud keeletehnoloogiliste
vahendite kasutamisel.
3.1.2.2. Pakkuja peab esitama nduded serveri 7.4 Noudeid kasutatavale riist

-ja tarkvarale
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Nouded tuleb esitada detailanallitsi etapis vdi selle
[6petamisel.

3.1.2.3. Loodav lahendus peab olema lihtsalt skaleeritav ega |7.6 Rakenduse skaleeritavus
tohi nbuda arhitektuuri muutmist.

3.1.2.4. Tulevase ja olemasolevate infostusteemide platvormid |7.4. Néudeid kasutatavale riist-
(rakendusserver, andmebaas, kolmanda osapoole ja tarkvarale
komponendid) ja topoloogia peab olema enne reaalse
arenduse algust Hankijaga kooskdlastatud.

3.1.2.5. Kdik kasutajaliidese disainiotsused peavad olema 7.3. Margendajate

kooskdlastatud Hankijaga.

rakendamine
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/. Disain

Kaesoleva peatlki eesmark on anda ulevaade prototllbi Ulesehitusest, selles kasutatavate
statistiliste margendajate treenimise ja rakendamise pdhimdbtetest, prototllbi tehnilistest
nduetest, rakenduse skaleeritavusest ning Kratt API ja TTK API toimimisest ja omavahelisest
integratsioonist.

7.1. Susteemi arhitektuuri kirjeldus

Loodav tarkvaralahendus on modulaarne ning koosneb mitmest eraldiseisvast teenusest ja
abiteenusest, mis on kujutatud joonisel 35.

TEXTA Toolkit KRATT
Kasutajaliides Kasutajaliides

Frontend

Backend

Joonis 35. Loodava lahenduse frontend, backend ja andmekihid
ning nende omavahelise interaktsiooni skeem.

Margendajate treenimine, valideerimine ja Uletreenimine toimub I[&bi TEXTA Toolkit-i
graafilise kasutajaliideses, mis on programmeeritud Angularis ning pakendatud eraldiseisva
Dockeri konteinerina. Margendajate treenimise eest backend’is vastutab TEXTA Toolkit-i
RESTful Iahenduse, mille kaudu on véimalik kaivitada margendajate treenimiseks vajalikke
asuinkroonseid téovoogusid. TEXTA Toolkit-i backend on vastutav ka margendajate
serveerimise eest Krati REST backend’ile tle API, mis omakorda omab API-t ning teenindab
paringuid teavikute margendamisel ja seal toimub kasutajate autentimine labi TARA
teenuse. Krati REST backend liidestub Uhtlasi TEXTA MLP (Multilingual processor) teenuse
kllge, mis on ette nahtud tekstide lemmatiseerimiseks ja sdnaliikide maaramiseks. Krati
kasutajaliidese, mis on programmeeritud Angularis, kaudu on vdimalik |dppkasutajal
sisendtekste Ules laadida, millele leitakse backend'’i paringu peale margendid, mis omakorda
kasutajale kuvatakse.

Rakenduse andmekihis on kolm abiteenust/moodulit:
e Elasticsearch margendajate treenimiseks ja vajalike andmete hoiustamiseks;
e Redis, aslinkroonsete td6évoogude sénumivahendaja (message broker);

5 https: ”gt texta.ee/texta/texta-rest-front
6 https:/git.texta. ee/texta/texta-rest
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e MySQL TEXTA Toolkit-i andmemudeli hoiustamiseks.

7.1.1. TEXTA Toolkit-i mooduli kirjeldus

TEXTA Toolkit on vabavaraline rakendus, mis voimaldab API kaudu treenida erinevaid
raames kasutatavaid

masindppemudeleid,

tugivektormasinal

sh  projekti

logistilisel

regressioonil
pdhinevaid tekstimargendajaid. TEXTA Toolkit on programmeeritud

ja

Django REST raamistikus ning on varustatud andmemudeliga (vt. joonis 36), mida hoitakse
MySQL andmebaasis (MySQL on vaikevalik, ent on asendatav ka Postgres andmebaasiga).

preject (taggergroup)

TaggerGroup
id AutoField
author ForeignKey (id)
project ForeignKey (id)
description CharField
fact_name CharField
minimum_sample_size IntegerField
num_tags IntegerField
Itaggers (taggergroup)
Tagger
id AutoField
author ForeignKey (id)
embedding ForeignKey (id)
project ForeignKey (id)
task OneToOneField (id)
classifier CharField
description CharField
f1_score FloatField
fields TextField
lecation TextField
maximum_sample_size IntegerField
model_size FloatField
negative_multiplier FleatField
num_features IntegerField
num_negatives IntegerField
num_positives IntegerField
plot FileField
precision FloatField
query TextField
recall FloatField
score_threshold FloatField
stop_words TextField
vectorizer CharField

project (tagger)

id
owner
indices
title

AutoField
Foreignkey (id)
MultiSelectField
CharField

Joonis 36. TEXTA Toolkit-i andmemudeli alamosa, mida rakendatakse tarkvaralahenduse loomisel.

Task

id AutoField
errors TextField
last_update DateTimeField
num_processed IntegerField
progress FloatField
result_hash CharField
status CharField

CharField

DateTimeFi

Dat

task (tagger)

owner (project

users (project_users)

User

author (taggergroup)
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Andmemudelis (vt. joonis 36) on salvestatud:
e kasutajad, nende digused ja seotus margendusprojektidega;
e margendajate andmed ja statistika;
e margendajagruppide andmed ja statistika;
e margendajate treenimise progress ja tekkinud veateated.

Jargnevalt on Kkirjeldatud TEXTA Toolkit-i komponendid, mida kaesoleva probleemi
lahendamisel kasutatakse. Kuivord TEXTA Toolkit-i andmemudel on ingliskeelne, on
esitatud komponendi nimetus koos selle kaudse eestikeelse vaste ning kirjeldusega.

Project. Projektid on objektid, mille eesmark on koondada kokku samade lahteandmete
alusel loodud ressursid (sh margendusmudelid). Iga projektiga on vdimalik siduda 1 voi
enam kasutajat, kellel on ligipaas projekti algandmetele ning loodud ressurssidele.

Tagger ehk margendaja on objekt, milles maaratakse margendaja treenimise aluseks
olevad parameetrid (kirjeldatud margendajate haldamist puudutavas peatlikis). Parast
treeningprotsessi I6ppu lisatakse sinna mudeli kvaliteedinaitajaid (saagis, tapsus, F1-skoor).

Tagger Group ehk margendajate grupp on kogum margendusmudeleid, mis on treenitud
sama algandmestiku ja parameetristiku alusel. Objekti luues on vdimalik treenida ja
rakendada tuhandeid margendusmudeleid.

Task ehk Ulesanne on objekt aslinkroonsete treeninglilesannete haldamiseks. Objekti
kasutatakse treeningprotsessi staatuse ja veateadete monitoorimisel. Ulesandeobjekt on
seotud iga treenitava ressursiga (sh margendajaga).

7.1.2. Krati mooduli kirjeldus

Krati backend moodul on programmeeritud kasutades programmeerimiskeelt Python ning
Django REST raamistikku. Mooduli eesmark on eeltdddelda ja margendada sissetulev
teavik, kasutades selleks kaesolevas dokumendis kirjeldatud meetodeid. Mooduli aluseks
olev t6dvoog on kirjeldatud joonisel 37.

Moodul on kasutatav I&abi REST API (mille spetsifikatsioon on kirjeldatud peatiikis API ja
integratsioonide analtiusid), kuhu saadetakse fail kasutaja arvutist vbi veebiressursi puhul
aadress faili asukohaga. Sissetulev dokument konverteeritakse PDF formaati, et voimaldada
dokumendist lehekilgede eraldamist ehk segmenteerimist (.txt formaadis sisendfailide puhul
jaab see etapp koos jargmisega vahele). PDF formaadis dokumendi segmenteerimise
tulemusel tekib n PDF dokumenti, millest igaiks sisaldab algse dokumendi tUhte lehekilge.
Eraldatud lehekilgede PDFide seast valitakse k+v juhuslikku segmenti, kus k on
margendamisele kuuluvate segmentide arv ning v varusse kaasatavate segmentide arv.
Valitud segmendid suunatakse seejaral Apache TIKA teenusesse, mis eraldab igalt
lehekiljelt teksti. Eraldatud tekstid suunatakse kvaliteedikontrolli, mille kaigus valitakse
kontrolli 1abinud segmentide hulgast k juhuslikku Uksust. Valitud tekstid saadetakse TEXTA
MLP teenusesse, mis tuvastab tekstide keelsuse, lemmatiseerib nendes olevad sénad ning
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maarab soOnaliigid. Saadud tulemusi kasutatakse tunnustena tekstidele margendite
ennustamisel, mis toimub TEXTA Toolkit-i rakenduses, kasutades selleks Tagger Group
funktsionaalsust. Seejarel ennustatud margendid puhastatakse, viiakse I6ppkasutajale
sobivasse formaati ja valjastatakse vastusena algsele API paringule.

Sissetulev
dokument

Dokument PDF-na

PDF,

—

M

Tekstid, .,

—

Tekstid,

Krati backend moodul Tekstid :
tunnustena, TEXTA MLP
\""-.___

Ennustatud
margendid

i

TEXTA Toolkit

Viljastatud
maérgendid

Joonis 37. Krati backend moodulis kasutatava té66voo kirjeldus.
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7.1.3. Lisamoodulite ja -funktsionaalsuste kirjeldus

Kaesolevas peatlikis antakse pdgus Ulevaade moodulitest ja funktsionaalsustest, mida
prototilbi raames ei realiseerita, kuid mis on vajalikud marksénastamise t66voo
taielikuks automatiseerimiseks. lga kirjeldatud moodul vajab hankijaga kooskélastatud
eraldiseisvat analuusi.

7.1.3.1. Moodul: Treeningandmete parser

Mooduli eesmark on andmete ettevalmistamine uute mudelite treenimiseks ja/voi
olemasolevate mudelite uuendamiseks. Moodul peab véimaldama:

1) Sisse lugeda teaviku taisteksti sisaldava faili;

2) Sisse lugeda teosega seotud marksénade MARC Kkirje;

3) Vajadusel teaviku taisteksti faili Uhildama marksénade MARC failiga (kui
erinevate teavikute marksonade info on salvestatud Uhte faili);

4) Sisseloetud andmed eelnevalt kooskdélastatud formaadis Elasticsearchi
andmebaasi Ules laadima.

7.1.3.2. Moodul: e-kataloogi ESTER bibliokirjete automaatne uuendaja

Mooduli eesmark on Krati tuvastatud marksénad automaatselt saata e-kataloogi ESTER
bibliokirjetesse. Taiendavad nduded selgitatakse valja koostdos hankijaga.

7.1.3.3. Moodul: EMS-i uuenduste kontrollija

Mooduli eesmark on suhelda EMS-iga ning koguda infot marksénade uuenduste kohta.
Juhul kui marksbna x kasutamine asendatakse marksdna y kasutamisega, peaks see
muutus kajastuma ka marksdna x mudelis (marksdna nimi asenduma y-ga). Lisaks tuleks
automaatselt asendada ka koik marksbnaga x marksdnastatud teosed marksdnaga .
Taiendavad nduded selgitatakse valja koostédd hankijaga.

7.1.3.4. Taiendus: aktiivoppe voimaldamine

Lisaarendus Krati moodulile, mis peab véimaldama mudelite Uletreenimist ning uute
marksdnade lisamist.

75



7.1.3.5. Taiendus: nouded marksonade formaadile

Prototltpi on kaasatud Uksnes marksénade nimetus, tulevikus peaks mudelite treenimisel ja
rakendamisel arvestama aga koigi marksdna alamvaljade sisuga ning Kkorrektisete
indikaatoritega kaasamisega. Marksdnade tapsustused ning neis sisalduvad kirjavahemargid
peavad muutumatul kujul sailima.

7.2. Margendajate haldamine

Margendajate treenimine ja kvaliteedi valideerimine toimub TEXTA Toolkit-i graafilise
kasutajalidese kaudu. Jargnevalt on kirjeldatud mudeli treenimise protsess koos
kuvatdmmistega.

Kuivdrd tegemist on mitmemargendilise probleemiga (multi-label classification) ehk tekstile
tuleb anda rohkem kui ks margend (ja sellest lahtuvalt treenida ka rohkem kui tiks mudel),
kasutatakse TEXTA Toolkit-i Tagger Group funktsionaalsust, mis voimaldab treenida
samade parameetrite alusel suure hulga margendajaid (TEXTA Toolkit-is Tagger), mida
hiljem tekstile rakendada.

Tagger Group-i treenimisel on voimalik seadistada jargnevad parameetrid (tabel 31 ja joonis
38):

Vilja nimetus Kirjeldus Kohustuslik | Vaikevaartus
Description Margendajate gruppi kirjeldav tekst jah puudub
Fact name Elasticsearchi dokumentides sisalduv jah puudub

margendinimi, mille alusel leitakse iga
margendaja treenimiseks vajalikud
sisendandmed. Véimalikud valikud
esitatakse soovitusena.

Minimum sample | Minimaalne margendi esinemise arv. ei 50
size Kui mérgend esineb vahem kui x
korda, siis margendajat ei treenita.

Fields Dokumendivaéljad, mille alusel jah puudub
margendajad treenitakse. Véimalikud
valikud esitatakse rippmendads.

Embedding Toolkitis treenitud keelemudel, mida ei puudub
kasutatakse dokumentide sdnavara
grupeerimiseks ja dimensionaalsuse
vahendamiseks. Antud projektis
margendajate treenimisel
keelemudeleid ei kasutata.

Vectorizer Tekstide vektoriseerimise metoodika. ei Hashing Vectorizer
Véimalikud valikud: Hashing
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Vectorizer, Count Vectorizer, Tfidf

Vectorizer.
Classifier Margendamisel kasutatav ei Logistic Regression
klassifitseerimisalgoritm. Véimalikud
vaartused: Logistic Regression,
LinearSVC.
Maximum sample | Maksimaalne naidete hulk ei 10000
size margendamise treenimisel.
Kasutatakse maluplahvatuse
arahoidmiseks.
Negative Negatiivsete naidete kordaja. Kui ei 1
multiplier tavaolukorras voetakse

treeningandmeteks x dokumenti, mis
sisaldavad antud margendit ning
samas mahus dokumente, mis ei
sisalda antud margendit (negatiivsed
naited), siis antud parameetrit muutes
on vbimalik negatiivsete nadidete
maara suurendada voi vdhendada.

Tabel 31. Mérgendajate treenimisel kasutatavad parameetrid ja nende vaikevéértused.

New Tagger Group
i
Description is required
Fact name x*
Minimum sample size
50
Tagger
Select Fields * b
Select Embedding -
Vectorizer *
Hashing Vectorizer hd
Logistic Regression b
Maximum sample size
10000
MNegative multiplier
1

Close

Joonis 38. Méargendajate grupi (Tagger Group) treenimisel méératavad
parameetrid graafilises kasutajaliideses vaadatuna.
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Treenitud ja treenimisel olevad margendajate grupid on ndhtavad koos progressi puudutava
informatsiooniga eraldi vaates (joonis 39). Kasutajale on kuvatud treenimise tulemusel
tekkinud margendajate arv, keskmine F1-skoor ning saagis ja tdpsus. Margendajate grupiga
seotud margendusmudeleid on vdimalik taastreenida valides “Edit” -> “Models Retrain”
vastava grupi realt kasutajaliideses.

D Id 4 Author Description Fact Name Min Sample Size Total Tags Avg. f1_score Avg. precision Avg. recall Progress Edit
[J26 admin NLIB ALL KW postags + lemmas ~ ALL_ KW 50 7915 091 0.94 0.64 7913 /7915 :

Joonis 39. Kuvatémmis treenitud mérgendajate grupist (Tagger Group).

Treenitud margendajate gruppi kuuluvaid margendajaid on vdimalik hallata eraldi vaates,
kus on kasutajale kuvatud margendi nimi, treenimise aluseks olnud andmevaljad,
treeningprotsessi algus ja 16pp ning tekkinud margendaja kvaliteedinaitajad (joonis 40).

(m[ Author  Description Fields Time started Time completed F1score  Precision J Recall Task

[]88576 admin 655 lepingud text_mlp.lemmas,text_mip.postags Nov 25, 12:50:30 PM Nov 25, 5:32:43PM  0.99 1.00 0.97 m
[]89344 admin 650 saasteseire text_mlp.lemmastext_mip.postags Nov 25, 12:50:57 PM Nov 25, 6:41:42PM  0.93 1.00 0.85 m
[[]89856 admin 650 surm text_mlp.lemmas text_mlp.postags Nov 25,12:51:14 PM Nov 25, 7:20:22PM  0.88 1.00 0.75 m
[]90368 admin 650 prohvetiraamatud (Vana Testament) text_mlp.lemmas text_mlp.postags Nowv 25,12:51:31 PM Nov 25, 7.57:41 PM 0.98 1.00 0.93 m
[[]90624 admin 650 pillimeistrid text_mlp.lemmas text_mlip.postags Nowv 25,12:51:39 PM Nov 25,8:17:08 PM 0.94 1.00 0.80 m
[[]90880 admin 650 naitusekataloogid text_mlp.lemmas,text_mlip.postags Nov 25,12:51:47 PM Nov 25, 8:36:00 PM  0.97 1.00 0.92 m
[]91136 admin 650 spionaaz text_mip.lemmas,text_mip.postags Nov 25,12:51:56 PM Nov 25, 8:54:22PM  0.86 1.00 0.62 m
[J91648 admin 650 konfliktid text_mip.lemmas,text_mip.postags Nov 25,12:52:13 PM Nov 25,9:29:30 PM  0.86 1.00 0.57 m
[J91904 admin 650 maisted text_mlp.lemmas,text_mip.postags Nov 25,12:52:21 PM Nov 25,9:47:38PM  0.95 1.00 0.84 m
[J92160 admin 611 Terve loom ja tervislik toit 2014, konverents  text_mlp.lemmas,text_mlip.postags Nov 25,12:52:30 PM Nov 25, 10:05:33 PM 0.78 1.00 0.30 m
[]92416 admin 650 fosforiit text_mlp.lemmastext_mip.postags Nov 25,12:52:38 PM Nov 25, 10:23:32 PM 1.00 1.00 1.00 m

Joonis 40. Kuvatémmis treenitud médrgendajate nimekirjast jarjestatuna tépsuse (precision) alusel.
Margendajale klikkides on kasutajal véimalik ndha ka automaatvalideerimise aluseks olevat

informatsiooni, kus on kirjeldatud tunnuste jaotumine, eksimismaatriks (confusion matrix)
ning ROC-kdver (joonis 41).
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Joonis 41. Méargendajate valideerimiseks kasutatavad méd6dikud.

7.3. Margendajate rakendamine

Ldppkasutajal on vdimalik treenitud margendajaid rakendada kasutades graafilist
kasutajaliidest vdi API-t (spetsifikatsioon on kirjeldatud peatlikis 8), mida on omakorda
voimalik liidestada teiste slUsteemidega (REST API kaudu e-kataloogi ESTER bibliokirje
muutmiseks). Graafilise kasutajaliidese kaudu saab kasutaja lles laadida teose faili enda
arvutist voi esitada teose faili aadressi veebis (vt. joonis 42). “Margenda” nupule vajutades
tehakse paring Krati backend moodulile, mis tagastab ennustatud margendid, mis omakorda
kuvatakse I6ppkasutajale “Leitud margendid” sektsioonis. Kasutajal on voimalik valideerida
sobilikud margendid klikkides “ok” nupule. Vajutades nupule “Néustun”, valjastatakse valitud
margendid osalise MARC kirjena, mis sisaldab valitud margendeid (vt. joonis 43). Kasutajale
kuvatud osaline MARC kirje on kopeeritav ning liidetav olemasolevale MARC kirjele.
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Teaviku URL

htp:// Leitud margendid

Teavik kasutaja arvutist TEEMAMARKSONA

| o |

650 eestlased

650 merereisid
650 pagulased
650 purjetamine
KOHAMARKSONA

651 Ameerika Uhendriigid

651 Atlandi ookean
AJAMARKSONA

653 1940-ndad

VORMIMARKSONA

655 malestused

655 reisikirjad

Joonis 42. [ 6ppkasutajale méeldud graafilise kasutajaliidese imitatsioon.

Aktsepteeritud margendid

=650 \9%aeestlased.

=650 \9%$amerereisid.

=650 \9%apagulased.

=650 \9%apurjetamine.

=651 \9%aAmeerika Uhendriigid.
=651 \9%aAtlandi ookean.

=653 \9%$a1940-ndad.

=655 \9%$amalestused.

=655 \9%areisikirjad.

Joonis 43. Léppkasutajale kuvatav osalise MARC kirje imitatsioon aktsepteeritud mérgenditega.
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https://www.draw.io/?page-id=c9db0220-8083-56f3-ca83-edcdcd058819&scale=auto#G14lKfq024Y_ObIigIutdF0DdQIIoUqpxH

Antud punktis kirjeldatud lahendus kinnitati 13.11.2019 toimunud koosoleku protokolliga.
7.4. Noudeid kasutatavale riist- ja tarkvarale

Loodav lahendus on pakendatud kasutades Dockerit, mis tagab rakenduse kasutatavuse nii
Windowsi kui ka Linuxi operatsioonisiisteemiga serverites. Rakendust serveerivas masinas
peab olema installeeritud Docker ja docker-compose. Jargnevad riistvaralised ndéuded
serverile on prognoositud kehtima viieks aastaks.

Rakenduse paigaldus ja edukas kasutamine eeldab serverit voi virtuaalmasinat, millel on
minimaalselt:

e 24 tuuma,

e 32GB vahemalu,

e 1TB SSD.

Rakendus on |dppkasutajale kasutatav labi kaasaegse veebibrauseri, nt Chrome, Firefox,
Safari jne (Internet Explorer ei ole toetatud!).

7.5. Kasutatavad tarkvarad ja tarkvara moodulid

Kasutatavad tarkvarad ja tarkvara moodulid kinnitatakse eraldi koosoleku protokollina.

7.6. Rakenduse skaleeritavus

Rakenduse skaleerimiseks on kaks peamist meetodit. Esimese meetodi puhul on véimalik
kaivitada rohkem Dockeri konteinereid ning sissetulev vérgukoormus jaotada koikide
tootavate konteinerite vahel 1abi poordproksi. Teise meetodi puhul on vdimalik luua
rohkem Celery protsesse ja Uhendada neid rakenduse sees oleva Redisega. Viimasel
juhul loevad kdik Redise kllge haagitud Celery protsessid Redise sees olevad sénumid,
taidavad seal olevaid kaske ja salvestavad Idpptulemuse tagasi Redisesse. Kumbki
meetod ei vaja arhitektuurseid muutuseid.
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8. APl ja integratsioonide analtusid

Kaesoleva peatlki eesmargiks on anda Ulelldine kirjeldus Kratt API toimimisest, toetatud
sisenditest ja valjunditest ning integratsioonist eraldiseisvate komponentidega nagu TARA ja
TTK APL.

Ulevaatlikult on Kratt API tilesanded jargmised:

kasutajate autentimine

sisendi t66tlemine

margendite parimine TTK-st

margendite valjastamine JSON formaadis
tagasiside saatmine TTK-le

logimine

Jargnevates alapeatikkides on nimetatud funktsionaalsused tapsemalt lahti selgitatud.
8.1. Kasutajate autentimine

Kratt APl kasutajad jaotuvad kahte rolli: treenija ja avalik kasutaja. Treenijate isikute
tuvastamine toimub labi riigi autentimisteenuse TARA. Avalikul kasutajal on vaba ligipaas
Kratt API-le ning Krati graafilisele kasutajaliidesele. Treenija paaseb ligi Kratt API-le, Krati
graafilisele kasutajaliidesele ning lisaks on tal ka administratiivne ligipaas Kratt API tarbeks
treenitavatele mudelitele. Mudeleid treenitakse ja hallatakse labi TEXTA toolkit API (edaspidi
TTK API), mille kasutamine on lahemalt selgitatud alapeatikis TEXTA Toolkit-i mooduli
kirjeldus.

Kui treenija autendib ennast Kratt API-sse sisse logides esmakordselt, siis tekitatakse talle
TTK APl administratiivsete digustega kasutaja, mis tagab koéik vajalikud digused mudelite
treenimiseks ja haldamiseks. Avalik kasutaja ei pea ennast Kratt APl kasutamiseks |abi
TARA autentima ning seega talle TTK API-sse kasutajat ei tekitata (vt. joonis 44). Kill aga
tekitatakse nii tavakasutajale kui ka treenijale esmakordse autentimise korral Kratt API
kasutaja, mis tagab ligipaasu Kratt API-le ning Krati graafilisele kasutajaliidesele.
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_Cl o KRATT API
-----Login-----2 KRATT GUI |--Autentimine--=*|  TARA o

A F---Ligipdds---== TTK API

Treenija

_CI-)__-__-Lﬂgin-——--—:‘—.h- KRATT GUI |--Ligipdds---=% KRATT API

A

Avalik kasutaja

Joonis 44. Treenija ja avaliku kasutaja autentimise t66voog.

8.2. Toetatud failiformaadid ja sisendi tootlemine

Kui kasutaja on autenditud, siis on vdimalik saata Kratt API-ile sisend kas .epub, .pdf, .html
voi .txt failide naol. Krati kasutajaliideses saab faile Ules laadida v6i URLi kaudu sisestada,
misjarel Kratt API td6tleb sisestatud faili ning edastab selle TTK API-le, kus toimub failis
sisalduva taisteksti automaatmargendamine (vt. joonis 45). Sisendi td6tlemise protsess ja
Kratt APl edasine kaitumine on tapsemalt kirjeldatud alapeatiikis Krati mooduli kirjeldus.

Klient ——multipartform-data POST———®| Kratt API

Joonis 45. Failisisendi saatmine Kratt API-sse koos parameetritega.

8.3. Margendite parimine ja tagasiside

Nii avalikul kasutajal kui treenijal on véimalik 1abi Kratt API saata paringuid TTK-API-le, mis
tagastab leitud margendite nimekirja. Ainult treenijal on véimalik saata labi Kratt API
tagasisidet TTK API-le margendite bigsuse kohta (vt. joonis 46). Tagasiside andmise
protsess on kujutatud joonisel 42, alapeatikis 7.3. Margendajate rakendamine.
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€—GET péring tagastab margendid——»
POST paringuga tagasiside——»

KRATT API TTK API

Joonis 46. Margendajate parimine ja tagasiside saatmine.

8.4. Logimine ja Idppvaljund
Kratt API logib JSON formaadis jargneva:

e sissetulevad veebiparingud ning talletab sealjuures paringuga seonduva kuupaeva,
kellaaja, IP-aadressi, otspunkti (endpoint), paringu sisu ja logitaseme (INFO,
DEBUG, WARNING, CRITICAL, ERROR)

Kratt API koodisiseste veateatede kuupaeva, kellaaja, veateate sisu ja logitaseme
valja pakutud ja valja valitud marksdnade nimekirjad koos vastava MARC ID, loomise
kuupaeva, kellaajaga ja logitasemega.

Logid salvestatakse Kratt API koodihoidlas logide talletamiseks mdeldud kataloogi vastavalt
logitlilibile, kas veebiparingute logide faili vdi serverisiseste logide faili. Logide roteerimine
l&htub logifailide mahupiirangust, mis on konfigureeritav Kratt AP| koodihoidlas leitavas
Uldsattete failis (settings.py). Kui logifailide suurus Uletab mahupiirangu, siis arhiveeritakse
taisfailist koopia ja logifailid tihjendatakse. Nii tagatakse logifailide asjakohasus, inimloetav
pikkus ning kdikide logifailide kattesaadavus arhiveerimise kaudu.

Olenevalt paringu sooritamise edukusest tagastab Kratt APl kolme tllpi staatuskoode (xx
tahistab kolmekohaliste staatuskoodide esimese ja teise koha variatsioone, mis tahistavad
erinevaid vastuse tilpe API kliendi paringutele) :

API klient kaitus vaaralt (kliendi viga, 4xx staatuskood)
API kaitus vaaralt (serveri viga, 5xx staatuskood)
Klient ja API kaitusid digesti (edukas paring, 2xx staatuskood)

Eduka paringu korral tagastab Kratt API, lisaks staatuskoodile, ka margendid JSON
formaadis. Naide tagastatavast JSON valjundist:

[{"tag": "merereisid", "marc_id": "650", "probability": 0.70},
{"tag": "Vaikne ookean", "marc_id": "651", "probability": 0.85},
{"tag": "reisikirjad", "marc_id": "655", "probability": 0.75}]
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API peale ehitatud graafiline kasutajaliides koondab need marksénad omakorda kasutaja
jaoks mugavalt loetavale kujule (vt. joonis 42 peatlkis 7.3. Margendajate rakendamine),
mille seast saab kasutaja selekteerida relevantsed marksdnad. Valitud marksdnadest
genereeritakse MARC kirje, mille kasutaja saab hdlpsasti bibliokirjesse kopeerida (vt. joonis
43 peatukis 7.3. Margendajate rakendamine).
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9. Prototlup

Kaesoleva peatiki eesmark on kirjeldada prototiibi API-t: selle arenduskeskonna loomist ja
kaivitamist, kasutatud tarkvara, otspunkte koos nende funktsioonidega ning kasutajate
tagasisidet koos funktsionaalsete ja sisuliste puudustega.

9.1. Prototuubi kaivitamise ning toovalmiduse kontrollimise
juhend

9.1.1. Protottubi arenduskeskkonna loomine ja kaivitamine

Prototlilibi arenduskeskonna kaivitamiseks on ndéutud Linux operatsioonisiisteem ja
pakihalduse sisteem Conda. Esmalt tuleb avada terminal, liikuda prototllbi kataloogi ning
luua Conda virtuaalkeskkond:

conda env create -f environment.yaml

Seejarel tuleb loodud conda virtuaalkeskkond kaivitada ning paigaldada Ulejaanud vajalikud
tooriistad:

conda activate nlib-api
sudo apt-get install libreoffice calibre poppler-utils -y

Jargmise sammuna tuleb avada uus terminali aken, aktiveerida varasemalt loodud ja
taiendatud conda virtuaalkeskkond, liikuda prototlilbi kataloogi ning kaivitada Redis server

ja Celery:

sudo service redis-server start
celery -A nlib_api.taskman worker

Seejarel voib eelmises terminali aknas serveri kaivitada:
python manage.py runserver
Rakenduse téévalmiduse kontrollimiseks on vdimalik jooksutada automaatteste:

python manage.py test
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9.1.2. Prototuubi kaivitamine Dockeris

Prototllbi Dockeris kaivitamiseks piisab registrist Dockeri pildi jooksutamisest:
docker run -p 80:80 docker.texta.ee/texta/nlib-api:latest
Rakendus serveeritakse otspunktis:

localhost/api/v1/

9.1.3. Prototuubis kasutatavad tarkvarad ja tarkvara moodulid

Kdik kolmanda osapoole tarkvarad ja tarkvara moodulid, mida on prototilbi arenduseks
kasutatud ning mida on prototuubi toimimiseks vaja on vabavaralise litsentsiga. Taielik
nimekiri kasutatud kasutatud tarkvaradest:

_libgcc_mutex=0.1=conda_forge
_openmp_mutex=4.5=0_gnu
amqp=2.5.2=pypi_0
billiard=3.5.0.5=pypi_0
ca-certificates=2019.11.28=hecc5488 0
celery=4.2.2=pypi_0
celery-progress=0.0.9=pypi_0
certifi=2019.11.28=py36_0
cffi=1.13.2=py36h8022711_0
chardet=3.0.4=py36_1003
cld2-cffi=0.1.4=py36he1b5a44_1000
coreapi=2.3.3=pypi_0
coreschema=0.0.4=pypi_0
cryptography=2.8=py36h72c5cf5 1
django=2.1.15=pypi_0
django-cors-headers=3.2.1=pypi_0
django-extensions=2.2.8=pypi_0
djangorestframework=3.11.0=pypi_0
drf-yasg=1.17.0=pypi_0
fontconfig=2.13.1=h86ecdb6_1001
freetype=2.10.0=he983fc9 1
gettext=0.19.8.1=hc5be6a0_1002
ghostscript=9.22=hf484d3e_1001
icu=64.2=he1b5a44_1
idna=2.8=py36_1000
inflection=0.3.1=pypi_0
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itypes=1.1.0=pypi_0
jansson=2.11=h516909a_1001
jinja2=2.10.3=pypi_0
kombu=4.3.0=pypi_0
langdetect=1.0.7=pypi_0
libffi=3.2.1=he1b5a44_1006
libgcc-ng=9.2.0=h24d8f2e_2
libgomp=9.2.0=h24d8f2e_2
libiconv=1.15=h516909a_ 1005
libpng=1.6.37=hed695b0_0
libstdexx-ng=9.2.0=hdf63c60_2
libuuid=2.32.1=h14c3975_1000
libxcb=1.13=h14c3975_ 1002
libxml2=2.9.10=hee79883_0
markupsafe=1.1.1=pypi_0
meld3=2.0.0=py_0
ncurses=6.1=hf484d3e_1002
openssl=1.1.1d=h516909a_0
packaging=20.1=pypi_0
pcre=8.43=he1b5a44 0
pip=20.0.2=py_2
psutil=5.6.7=py36h516909a_0
pthread-stubs=0.4=h14c3975 1001
pycparser=2.19=py36_1
pydot=1.4.1=pypi_0
pyicu=2.4.2=py36h8412b87 0
pyopenssl=19.1.0=py36_0
pyparsing=2.4.6=pypi_0
pysocks=1.7.1=py36_0
python=3.6.7=h357f687_1006
python-magic=0.4.15=pypi_0
pytz=2019.3=pypi_0
readline=8.0=hf8c457e 0
redis=3.3.11=pypi_0
requests=2.22.0=py36_1
ruamel-yaml|=0.16.6=pypi_0
ruamel-yaml-clib=0.2.0=pypi_0
setuptools=45.1.0=py36_0
six=1.14.0=py36_0
sqlite=3.30.1=hceed1ef 0
supervisor=4.1.0=py36_0
termcolor=1.1.0=pypi_0
tika=1.23.1=py_0
tk=8.6.10=hed695b0_0
uritemplate=3.0.1=pypi_0
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urllib3=1.25.7=py36_0
uwsgi=2.0.18=py36h79bd928_3
vine=1.3.0=pypi_0
wheel=0.33.6=py36_0
wkhtmltopdf=0.12.4=1
xorg-kbproto=1.0.7=h14¢c3975_ 1002
xorg-libx11=1.6.9=h516909a_0
xorg-libxau=1.0.9=h14c3975_0
xorg-libxdmep=1.1.3=h516909a_0
xorg-libxext=1.3.4=h516909a_0
xorg-libxrender=0.9.10=h516909a_1002
xorg-renderproto=0.11.1=h14c3975 1002
xorg-xextproto=7.3.0=h14c3975_1002
xorg-xproto=7.0.31=h14c3975_1007
xz=5.2.4=h14¢3975_1001
yaml=0.1.7=h14c3975_1001
zlib=1.2.11=h516909a_1006

9.2. API otspunktid

Kédesolevas alapeatlikis anname Ulevaate automaatmarksdnastaja prototutbi API
otspunktidest.

e /api/v1/ - rakendus on versioneeritud kasutades otspunktide sisest versioonile viitavat
nimeruumi. S.t, kbik otspunktid sisaldavad lisaks juurele ka vastava versiooni
nimeruumi. Kui on soov juba serveeritavat API-d uuendada, saab luua uue
nimeruumi all uuendatud API versiooni ning jatkata sama otspunkti alt vana versiooni
serveerimist klientidele, kes seda tarbida soovivad. lima versiooni nimeruumita
juurotspunktile paringu sooritaja suunab rakendus automaatselt /api/v1/ otspunkti.
Nimetatud otspunkt on uhtlasi nimekiri JSON objektidest, mis sisaldavad endas
sisestatud faili objekti, leitud marksdnade nimekirja ja keele tuvastuse tulemust.
Vastu kaesolevat otspunkti kaib ka failide POST paring milles sisaldub sisendfaili
URL vdi kettalt Gles laetud fail ning soovitud segmentide arv.

"id": 1
"file_url"
"segment_size": 5
"response"

"tag": "eesti"
"marc_id": "650"
"probability": 1.0
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"tag": "ilukirjandus"
"marc_id": "655"
"probability": 0.8

"tag": "novellid"
"marc_id": "655"
"probability": 0.4

"tag": "ungari
"marc_id": "650"
"probability": 0.2

"tag": "antoloogiad"
"marc_id": "655"
"probability": 0.2

"language_response"

"at": 5

"task"
"id": 12
"url": "http://localhost:8000/api/vl/tasks/12"
"file_model_url": "http://localhost:8000/api/v1/1/"

"status": "completed"
"progress": 100.0

"step": "Mudelid valmis"
"errors"

"time_started": "2020-02-19T12:46:28.289194+02:00"
"last_update": "2020-02-19T12:46:53.055625+02:00"
"time_completed": "2020-02-19T12:46:53.055653+02:00"

Joonis 47. Néide I6ppenud t6évoo tulemusel tekitatud JSON objektist. Objektis sisalduvad
leitud mérksénad, keeletuvastuse tulemus ning tééilesande objekt.

e Parast paringu sooritamist tagastab rakendus JSON objekti, milles sisalduv URL
viitab otspunktile /api/v1/tasks/{task.id}. Selles otspunktis kajastub iga individuaalse
toéodulesande progress (“step”) 16pptulemus (“status”) ning labikukkunud tédilesande
korral ka veateated (“errors”). Tuleb olla teadlik, et /api/v1/ otspunktis leitavate faili
mudeli objektide “id”-d ei pruugi Uhtida nende sisse katketud tdédilesande objektide
‘id”-dega, sest labi kukkunud téoulesande korral faili mudelit ei looda. Kui
tédulesanne on edukalt I6petatud, siis luuakse uus /api/v1/ otspunktist kattesaadav
faili objekt milles on katketud keele tuvastuse tulemus, td6ulesande objekt, leitud
marksdnad ning POST paringus sisalduv asjakohane info (fail voi URL, valitud
lehekilgede arv).
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http://localhost:8000/api/v1/tasks/12
http://localhost:8000/api/v1/1/

"id": 2,
"url": "http://localhost:8000/api/v1/tasks/30/",
"file_model url": "http://localhost:8000/api/vi/6/",

"status": "completed",
"progress": 100.0,
"step": "Mudelid valmis",

"errors": {},

"time_started": "2020-02-19T16:04:53.058215+02:00",
"last_update": "2020-02-19T16:05:06.709173+02:00",
"time_completed": "2020-02-19T16:05:06.709183+02:00"

}
Joonis 48. Edukalt Ibppenud téélilesanne.

{

"id": 3,

"url": "http://localhost:8000/api/v1l/tasks/31/",

"file_model url": "",

"status": "failed",

"progress": 0.0,

"step": "Toovoog ebadnnestus”,

"errors": {

"messages": [
"Faili formaat ei ole toetatud."
1,
"step": "Tobvoog kaivitatud",
"stack_trace": [
"Error at Toovoog kaivitatud: [ErrorDetail(string='Faili formaat ei ole
toetatud.', code='invalid')]"
]
T
"time_started": "2020-02-19T16:31:33.026886+02:00",
"last_update": "2020-02-19T16:31:45.385806+02:00",
"time_completed": null

}
Joonis 49. Ebadnnestunud téélilesanne.
e /api/vl/convert_to_marc/ - vdtab sisendiks valitud marksénad ja tagastab MARC
kirje.
e /api/vl/health/ - tagastab asjakohast infot host arvuti ning vajalike jooksvate teenuste
kohta.
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http://localhost:8000/api/v1/tasks/30/
http://localhost:8000/api/v1/6/
http://localhost:8000/api/v1/tasks/31/

"url": "http://mlp-dev.texta.ee:5000/"
"alive": true
"status"

"loaded entities™
"/opt/texta-mlp/entity_mapper/data/addresses.json"
"/opt/texta-mlp/entity mapper/data/atc.json"
"/opt/texta-mlp/entity _mapper/data/companies.json"
"/opt/texta-mlp/entity _mapper/data/substances.json"
"/opt/texta-mlp/entity_mapper/data/drugs.json"

"mlp

"service": "TEXTA MLP"
"version": "2.2.1"

"version": "1.0.0"

"disk"
"free": 327.51826095581055
"total": 456.9557571411133
"used": 106.15888595581055
"unit": "GB"

"memory"
"free": 2.361003875732422
"total": 7.7030029296875
"used": 4.76885986328125
"unit": "GB"

"cpu”
"percent": 20.0

Joonis 50. /health vaate tuupiline tulemus

e api/vl/docs/ - tagastab infot API otspunktide kohta (sisendi ja valjundi formaadid,
vodimalikud HTTP paringud.

9.3 Kasutajate tagasiside

Kaesoleva peatliki eesmargiks on kirjeldada kasutajate tagasisidet parast pdgusat prototttbi
testimist: mis on pdhilised funktsionaalsed ja sisulised puudused, millega lisaarenduste
tegemisel arvestama peaks.

Iga kasutaja rakendas loodud todriista 20 faili/lURLi peal Google Chrome’i veebilehitsejas.

Marksdnastajale edastatavaks lehekllgede arvuks valisid k&ik kasutajad teaviku
algpikkusest séltumata 7.
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http://mlp-dev.texta.ee:5000/

9.3.1. Funktsionaalsed puudused

Kasutajaliideses vdiks kuvada marksdnastamisprotsessi aega.

Umbes 10% teavikutest avanes alles mitmendal katsel - automaatmarksdnastaja
tookindlust tuleks taiustada.

Kasutajaliideses peaks kuvama terve teaviku keelelise jaotuse (mitte Uksnes
marksdnastamiseks edastatud lehekiilgede oma).

Marksonade lavendi liugur on kasutaja jaoks ebaintuitiivne - selle vdiks asendada
liuguriga, mille eesmargiks on lihtsalt marksdonade arvu (lkshaaval) suurendamine
vdi vahendamine. NB! Siinjuures tuleb siiski arvestada, et marksdnadel vdib olla
sama kaal ning seega vbivad osad uvatavate marksdnadega vordvaarselt olulised
marksdnad kaduma minna.

Kasutajal voiks olla vbimalus ise puuduvaid marksénu lisada ning rakendada
aktiivopet.

9.3.2. Sisulised puudused

Juhuslik lehekllgede valik tuleks asendada vaikimisi pooljuhusliku valikuga:
soovituslik oleks marksGnastamise protsessi kaasata alati teose esimesed 5
lehekilge; Ulejddnud osa vdib enamjaolt valida juhuslikult, kuid kasutajal voiks
eksisteerida vbimalus ka ise lehekllgi valida. NB! See tdhendab, et mudelite
treenimisel tuleks samuti segmentide valikuga arvestama (raamatute esimesed
lehekiiljed peaksid olema pigem treening- kui testandmestikus).

Marksdnade vaikelavend voiks olla sbltuv marksdnastatavate lehekllgede arvust -
kui marksdnastajale edastatakse vahe lehekllgi, siis peaks lavend paremate
tulemuste saavutamiseks automaatselt tavaparasest (0.4) natuke madalam olema.

Vormimarksdénu pakuti vahe, mis tuleneb suuresti mudeli treeningandmestiku
piiratusest. Siiski voiks vormimarksdnade ennustamisel arvesse votta ka faili tutpi
(nt. epub formaadis teavikud viitavad vormimarksonale “e-teavik”) ning faili
Uleslaadimise viisi (URL-ilt laadimine on samuti indikaator vormimarksonale
“e-teavik”).

Marksonade mudelid peaksid arvestama EMS-i loogikat kitsamate ja laiemate
valdkondade pakkumisel.
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9.3.3. Uldhinnang rakenduse kasutatavusele

Kasutajate hinnangul on marksdnastaja ebastabiilne, kuna vaikimisi pakutavate marksénade
arv on liiga varieeruv. Lisaprobleemina toodi valja, et sama teaviku korduval
marksdnastamisel pakuti taiesti erinevaid marksonu. Siinkohal tuleb aga silmas pidada, et
marksOnastajale edastatavate leheklilgede arv oli testimise kaigus Uksnes 7 - kuna
marksdnastajale edastatavad leheklljed valitakse juhuslikult, tdhendab vaike lehekulgede
arv, et mahukamate teoste mitmekordes marksénastamises tekibki madala lavendi juures
suurem variatsioon. Mida rohkem lehekulgi marksdnastajale edastatakse, seda vaiksemaks
muutub ka tuvastatud marksénade variatsioon teaviku mitmekordsel marksénastamisel. Kui
marksdnastajale edastada kdik teaviku lehekiljed, on tulemus teaviku igal marksénastamisel
alati sama.

Kasutajate hinnagul ei tdsta automaatmarksdnastaja prototlitp tddviljakust abivahendina,
kuna automaatmarksdnastajaga eelnevalt marksdnastatud teavikute kontrollimisel
teistsuguste marksdnade saamine tdhendab, et kasutaja peab teavikusse uuesti siivenema,
et tulemusi valideerida, mis omakorda tahendab, et protsess kujuneb kokkuvbttes
ajakulukamaks  kui manuaalne  marksdnastamine. Kasutaja hinnangul  oleks
automaatmarksdnastaja rakendamine moéttekas ainult juhul, kui kasutajapoolset kontrolli ei
labita ning automaatselt tuvastatud marksdonadele pannakse juurde vastav Kirje
(“marksonastatud automaatselt”).
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Kokkuvote

Automaatmarksonastaja Kratt on méeldud raamatute automaatseks marksdnastamiseks.
Prototiubi mudeli treenimiseks kasutati alates aastast 1940 Eestis ilmunud vabalt
kattesaadava 7668 raamatu taisteksti, millest 6632 olid eestikeelsed, 751 ingliskeelsed, 195
venekeelsed ning 90 muukeelsed. Raamatud parinevad valdavalt digitaalarhiivist DIGAR,
lisaks vdeti kasutusele ka e-kataloogis ESTER kirjeldatud veebiressursid, mis DIGARis
arhiveeritud ei ole. Raamatutega seotud marksdénad parinevad Eesti rahvusbibliograafiast
ning péhinevad “Eesti Marksdnastikul” (EMS).

Automaatmarksonastaja toetatud failiformaadid on .epub, .pdf, .txt ja .html.

Kratt on vdimeline ennustama teema-, koha-, aja- ning vormimarksonu. Isiku-, kollektiivi-
ning ajutise kollektiivi vdi sindmuse marksdnu prototutubi mudelisse ei kaasatud, kuna
marksdnad ei pobhine EMS-il ning nbuaks taiendavat eeltéétlemist. Ennustatavate
marksdnade koguarvuks on 7914, mis valdkondade vahel jagunevad jargnevalt: 6469
teemamarksdna, 325 kohamarksdna, 54 ajamarksdna ning 310 vormimarksdna.

Mudeli treeningandmestiku tehislikuks suurendamiseks kasutati tekstide segmenteerimist:
iga raamat jagati lehekulgedeks ning iga lehekiljega seoti samad marksénad, mis olid
seotud ka vastava taistekstiga. Segmenteerimise kaigus suurenes treeningandmestik 7668
teaviku taistekstilt 659 576 segmendile.

Marksonade ennustusmudel treeniti dokumendisegmentide lemmade ja soénaliikide pealt
kasutades ennustamiseks logistilist regressiooni. Mudel on treenitud Texta Toolkitis. Mudeli
valimiseks ning hindamiseks kasutati automaatseid masindéppemdddikuid tdpsus, saagis ja
f1-skoor. Mudeli hindamiseks kasutati margendipdhist metoodikat: mdddeti iga margendi
ennustamise tulemusi ning leiti kdigi margendite tulemuste aritmeetiline keskmine. Valitud
mudeli tdpsus on 0.98, saagis 0.86 ning f1-skoor 0.92. Kuigi mudeli skoorid on nailiselt head,
tuleb siiski tdhele panna, et treeningmaterjali hulk oli kdllalt piiratud ning soodustas seega
Ulesobitamist avalikus kasutuses olevate teoste tlpaazile. See tdhendab aga, et teist tlilpi
sisuga (nt. ilukirjanduslike) teoste marksGnastamisel ei anna Kratt suure tdendosusega kuigi
haid tulemusi. Parim lahendus tulevikus Krati ennustusvdime parandamiseks on
treeningandmestiku laiendamine.

Prototlilbi arenduse kaigus valmis veebirakendus, mis vdimaldab kasutajal Ules laadida
maksimaalselt 1GB suuruse teaviku ja selle automaatselt marksonastada. Kasutajal on
voimalik automaatselt leitud marksdnu eemaldada ning seejarel kopeerida sobivate
marksdnade MARC kirje. Prototlibi raames jaid realiseerimata jargnevad moodulid ja
funktsionaalsused: kasutajate autentimine, bibliokirjete automaatne uuendamine, uute
treeningandmete parser, EMS-i uuenduste kontrollija ning mudelite aktiivope.

Prototlubis realiseeritud t66voog on jargnev: kasutaja valib marksdnastamiseks teaviku ning
teaviku marksdnastatavate juhuslikult valitud lehekilgede arvu n; dokument konverteeritakse
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Krati moodulis PDF-iks (juhul kui see juba vastavas formaadis ei ole); PDF tlikeldatakse
lehekillgedest; lehekulgede hulgast valitakse n juhuslikku; valitud n lehekiljelt eraldatakse
tekst; eraldatud n teksti labivad kvaliteedikontrolli; kvaliteedikontrolli labinud lehekiljed
saadetaksmoodulisse, kus 1) tuvastatakse nende keel ja 2) eraldatakse lemmad ja
sdnaliigid; eraldatud lemmad ja sdnaliigid saadetakse Texta Toolkiti
margendamismoodulisse, kust tagastatakse vastavalt iga lehekiljega seotud marksénad;
marksdnad jarjestatakse Krati moodulis esinemissageduse alusel ning valjastatakse APIs
koos n lehekiljelt tuvastatud keelega. Krati graafiline kasutusliides véimaldab omakorda
marksdnu esinemissageduse alusel filtreerida ning valitud marksdnade MARC-kirje
genereerida.

Kasutajate hinnagul ei tdsta automaatmarksdnastaja prototllp todviljakust abivahendina,
kuna automaatmarksdnastajaga eelnevalt marksdnastatud teavikute kontrollimisel
teistsuguste marksdnade saamine tdhendab, et kasutaja peab teavikusse uuesti siivenema,
et tulemusi valideerida, mis omakorda tadhendab, et protsess kujuneb kokkuvdttes
ajakulukamaks  kui manuaalne  marksdnastamine. Kasutaja  hinnangul oleks
automaatmarksdnastaja rakendamine méttekas ainult juhul, kui kasutajapoolset kontrolli ei
ldbita ning automaatselt tuvastatud marksdnadele pannakse juurde vastav Kirje
(“marksdnastatud automaatselt”).

Prototlulbi eesmargiks oli muus osas valja selgitada, kas masindppe metoodikatel tuginev
marksdnastamine on tdnasega vorreldes asjakohasem ja objektiivsem. Mdlemad on tugevalt
sOltuvad treeningandmete hulgast, mis prototlitibi arendusel oli killalt piiratud. Seega ei ole
tulemused nii teoreetiliselt kui kasutajate pdgusal hinnangul kuigi asjakohased. See tuleneb
prototitbi automaatmarksdnastaja ndrgast Uldistusvbimest, mis omakorda on tingitud
andmete vahesusest. Piisavalt suure ja mitmekesise treeningandmete hulga puhul on
vdimalik aga treenida paremini Uldistuvad, asjakohasemad ja objektiivsemad mudelid.

Kui erinevad kasutajad marksdnastavad erinevatel aegadel sama teose erinevaid
valjaandeid, vdib tulemuseks saadud marksdnade hulk olla erinev. Prototllbi eesmark oli
selles osas tagada suurem Uhtlus - et sama sisuga teos marksdnastataks alati samamoodi.
Kuigi marksdnastamise protsess on iseenesest deterministilik - sama sisendiga kaasnevad
alati samad marksdnad -, tuleb siiski arvestada vdimalikke variatsioone lehekilgede
alamhulga valimisest tingitud juhuslikkusest. See tdhendab, et kui Kratile ette anda teose A
trikkide A1 ja A2 kdik (v6i samad) segmendid, siis oleks nende kahe teose leitud
marksdnade hulk idente. Kuna ajalise efektiivsuse tagamiseks edastatakse marksdnastajale
vaikimisi aga juhuslikult valitud 10 segmenti, vdib ka marksénade hulgas seetdttu erinevusi
esineda. Uhtlasemaks marksdnastamiseks oleks vajalik marksénastamise protsessi
optimeerimine, et marksdnastajale saaks edastada voimalikult suure osa dokumendist.
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Lisad

Lisa 1: Prototuubi kasutusjuhend

Lisana 1 on kaasatud fail “Automaatmarksdénastaja Kratt prototltibi kasutusjuhend.pdf’.
Prototlubi kasutusjuhendi eesmark on anda Ulevaade prototllbi veebirakenduse sisendist,
valjundist ning selle véimaldatud funktsionaalsustest.

Lisa 2: Prototuubi testlood

Lisana 2 on kaasatud fail “KRATT _testlood.zip”, mis sisaldab kuue kasutaja labiviidud
prototllbi testimise tulemusi .xIsx failides.
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